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APSTRAKT RADA

Problem banaka 1 zajmodavaca se ogleda u loSoj proceni korisnika usluga, zbog Cega su
primorani da povecaju stopu odbijanja kredita. Kako bi se broj rizi¢nih kredita smanjio potrebno
je razviti masinsko ucenje nad postojecoj bazi i pripremiti ga za buduce korisnike. Na taj nacin
se osigurava da klijenti koji su sposobni za otplatu ne budu odbijeni i identifikuju se vazne
determinante koje se koriste za minimiziranje stope neplac¢anja. Rad sadrzi demografske faktore,
podatke o prethodnim zajmovima, kao i istorijske podatke sa biroa za zaposljavanje koje uticu
na vracanje kredita. Podaci koji su koriséeni za eksperimente i evaluaciju pribavljeni su sa
platforme “Kaggle.com” i takmicenja “ L&T Vehicle Loan Default Prediction”. Nad ovim
podacima je sprovedeno javno nadmetanje u cilju kreiranja najboljeg modela. Skup podataka
nad kojim se obavlja analiza uporediv je sa ostalim modelima takmic¢ara kroz uporednu analizu
pisanu u ,,Python* programskom jeziku. Testiraju se razli¢iti klasifikacioni modeli masinskog
ucenja u cilju dobijanja boljih rezultata.

Kljuc¢ne re¢i: masinsko uéenje, nadgledano ucenje, klasifikacija, programski jezik Python,
rizi¢ni krediti, automobili.
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ABSTRACT

The problem of banks and lenders is reflected in the poor appraisal of service users, which is
why they are forced to increase the rate of loan rejection. In order to reduce the number of risky
loans, it is necessary to develop machine learning algorithms over the existing base and prepare
it for future users. This ensures that repayable customers are not rejected and important
determinants used to minimize the default rate will be identified. The paper contains
demographic factors, data on previous loans, as well as historical data from employment offices
that affect loan repayments. The data to be used for the experiments and evaluation was obtained
from the Kaggle.com platform and the L&T Vehicle Loan Default Prediction competition. This
data was publicly tendered to create the best model. The dataset being analyzed will be
comparable to other competitor models through comparative analysis written in the Python
programming language. Different classification models of machine learning are tested in order
to obtain better results.

Keywords: machine learning, supervised learning, classification, Python programming
language, risk credits, cars.
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1. Uvod

Predmet istrazivanja rada predstavlja metode i tehnike pomocu kojih, na osnovu istorijskih
podataka, mozemo da predvidimo da li ¢e podnosioc zahteva za kredit moc¢i uredno da otplacuje
pozajmljena sredstva odobrena u cilju kupovine automobila.

Cilj rada je ukazati na izazove i mogucnosti koje pruzaju novi sistemi 1 savremene informacione
tehnologije, koji igraju vrlo vaznu ulogu u poboljSanju konkurentnosti i uspesnosti rada poslovnih
organizacija, kao 1 u jacanju sveukupne svesti koriS¢enja savremenih alata i tehnika.

Rad je podeljen na sedam poglavlja, gde svako poglavlje pokriva razlicite aspekte masinskog
ucenja i primene ove tehnike na konkretnom primeru.

Nakon uvodnih razmatranja opisano je nadgledano ucenje, podela ucenja na modele koje
obuhvataju tekstualni 1 slikoviti prikaz nadgledanog ucenja i njegovih modela kao i osnovne
nedostatke i izazove sa kojima se programeri, u toku kreiranja modela i algoritma, mogu susresti.

U okviru nagledanog ucenja postoje dva tipa koji se bave nagledanim uc¢enjem i to su:[10]
o Kilasifikacioni modeli
e Regresioni modeli

Set koji se obraduje spada u nagledano ucenje i konkretno prolazi kroz model Klasifikacije. Vrste
klasifikacionog modela nadgledanog tipa maSinskog ucenja prikazane su u podeli u nastavku. Svi
modeli ¢e detaljno biti objasnjeni i opisani u radu:[6]

e Logisticka Regresija (Logistic Regression)

e Metoda najblizih suseda (Nearest Neighbor)

e Formula naivnog Bajesa (Naive Bayes)

e Drvo odluke (Decision Trees)

e Vektorska MasSinska Podrska (Support Vector Machine (SVM))
e Slucajna Suma (Random Forest)

U slede¢em poglavlju razmatraju se i opisuju podaci koji se nalaze u datoj bazi, njihove
funkcionalne zavisnosti, obrada podataka i priprema za rad, kao 1 graficki prikazi uticaja podataka
na model.

Strategija identifikacije oslanja se na kvazi slucajne varijacije u ponudi kamatnih stopa i ro¢nosti
koje im se nude korisniku kredita iskoristavanjem uocenih diskontinuiteta u ponudenim uslovima
zajma u razli¢itim pragovima. Za razliku od postavke hipoteka, ne postoji standardni rezultat na
trziStu automobila na kome institucije postavljaju standarde kreditiranja ili oko kojih se tretiranje
zajmova menja na sekundarnom trziStu. Umesto toga, u razli¢itim tatkama postoje diskontinuiteti
ponudenih kamata i rocnosti kredita Sirom sveta. [1]
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Moguca objasnjenja za upotrebu pragova za cene ukljucuju: stalna upotreba kursnih lista, strah od
prekomernog uklapanja i sporo usvajanje nedavno razvijenih analitickih alata koji bi ucinili da
tabele sa stopama zastare. [1]

Masinsko ucenje se odvija kroz 6 glavnih celina i to su:[4]
1. Definisanje problema

2. Analiza podataka

3. Priprema podataka

4. Evaluacija kreiranog algoritma

5. Pobolj$avanje rezultata

6. Prezentacija dobijenih reSenja

Na osnovu podele je i koncepciran rad i prolazi kroz sve tacke ove podele. Problem je definisan
na taj nacin $to su predstavljeni svi podaci u data setu, ti podaci su detaljno opisani i analizirani.
Analiza se odvija primenom vizuelnih funkcija i odredivanjem meduzavisnosti atributa, dok se
priprema podataka odnosi na sredivanje, ¢iS¢enje baze i obradu podataka.

Slede¢i autori navode da su neke od glavnih atributa koji uti¢u na cene kredita za automobile
slede¢i: kreditna istorija - pojedinci sa ve¢im kreditnim rezultatom ovlasteni su da dobiju veéi
kredit zbog svoje velike pregovaratke moc¢i, nivo dohotka - zajmodavci ¢e imati viSe
samopouzdanja kad pozajmljuju novac osobama koje imaju vece mogucnosti otplate, iznos
akontacije banke ¢e pozajmljivati manji iznos ukoliko se podesi da je veoma visoka rata, godina
proivodnje i model. [2]

Za poredenje rezultata koristice se set koji postoji na stranici
https://www.kaggle.com/mamtadhaker/lt-vehicle-loan-default-prediction. U okviru ove baze
podataka postoji set pod nazivom ,vehicle loan default prediction® odakle se mogu izvuci
zanimljivi podaci i zakljucci i na osnovu kojeg moze da se naprvi kvalitetna uporedna analiza
rezultat i ocenjuje se uspesnost kreiranog algoritma masinskog ucenja.[22]

Na samom kraju zakljucuju se sva poboljSanja i unapredenja dobijena primenom masinskog ucenja
u cilju davanja kredita i zajmova podnosiocima zahteva za kupovinu automobila.
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2. Nadgledano ucenje (Supervised Learning)
Masinsko ucenje moze se podeliti u tri kategorije: [19]

1. Nagledano uc¢enje (Supervised Learning);

2. Nenagledano ucenje (Unsupervised Learning);

3. Pojacano ucenje (Reinforcement Learning).

Nadgledano ucenje je ono ucenje u kom postoji ulazna varijabla (x) i izlazna varijabla (Y), i
koristi se algoritam za u¢enje funkcije mapiranja od ulaza do izlaza. [19]

U nadgledanom ucenju, trening podaci koji se koriste za algoritam ukljucuju zeljene rezultate,
koji se nazivaju “labels”. [4]

Training set
m Label : m

@ - Instance ‘::> @,\
@ 53 m New instance

Slika 1 Primer nadgledanog masinskog ucenja u slucaju klasifikacije spam elektronskih poruka
(“Spam Classification”) [4]

Tipi¢an nadzirani zadatak ucenja je klasifikacija. Filter za nezeljenu postu (Spam Mailing) je
dobar primer toga: obuéen je sa mnogim primerima e-posSte, zajedno sa njihovom klasom
(nezeljena posta ili dobra posta) i mora nauditi kako da klasifikuje sve nove poruke e-poste.
(Slika 1) [4]

Drugi tipi¢ni zadatak je da predvidanje ciljne vrednosti, poput cene automobile sa obzirom na
odredeni skup karakteristika (kilometraza, starost, marka, itd.) koji se nazivaju prediktori.
Ovakav zadatak se naziva regresija. (slika 2) Kako bismo osposobili sistem, moramo mu dati
dovoljno primera automobila, ukljucujuci i njihove prediktore i njihove oznake (npr. cene
automobila). [4]
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Slika 2 Primer regresionog modela[4]

Treba imati na umu da se neki regresioni algoritmi mogu da se koriste i za klasifikaciju i obrnuto.
Na primer, Logisticka regresija se obi¢no koristi za klasifikaciju, jer moze da proizvede vrednost
koja odgovara verovatnoci pripadnosti odredenoj klasi (npr., 20% Sanse da bude nezeljena

posta). [4]

Najkorisc¢eniji algoritmi nadgledanog ucenja su sledeci: [4]

1.
2.
3.
4.
S.
6.

K-najblizi susedi (K-Nearest Neighbors);

Linearna regresija (Linear Regression);

Logisticka regresija (Logistic Regression);

Podrska vektorske masine (Support Vector Machines - SVM);

Drvo odlucivanja i slu¢ajne Sume (Decision Trees and Random Forests);

Neuronske mreze (Neural networks);

Zivotni krug masinskog udenja, odvija se kroz sledeé¢ih 6 faza: [19]

1.

2
3
4.
5
6

Prikupljanje podataka;
Slaganje podataka;

. Analiziranje podataka;

Trening algoritma;

. Testiranje algoritma;

Razvoj.
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2.1. Glavni izazovi maSinskog ucenja

Kako je glavni zadatak odabrati algoritam ucenja i obuciti ga na nekim podacima, dve stvari
koje mogu uticati na konacan rezultat su "lo$ algoritam" i "losi podaci." Primeri losih podataka
koji se ubrajaju u trening su slede¢i: [4]

1.

2.

Nedovoljna koli¢ina podataka u trening bazi;
Nereprezentativni podaci u trening bazi;
Podaci loseg kvaliteta;

Nevazne karakteristike u trening bazi;

Problem prevelikog podudaranja podataka (Overfitting);

pozeljno reSenje over fitting

Slika 3 Problem prevelikog podudaranja podataka [6]

Problem prevelikog podudaranja se odnosi na situaciju u kojoj algoritam savrSeno nauci da

prepoznaje instance iz trening seta, ali nije u mogucénosti da prepozna instance koje se 1 malo
razlikuju od naucenih. (Slika 3) [6]

6.

Problem nedovoljnog podudaranja podataka (Underfitting).

Problem nedovoljnog podudaranja se odnosi na slucaj kad algoritam ne uspeva da aproksimira
podatke za trening, tako da ima slabe performance cak i na trening setu. (Slika 4) [6]
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pozeljno reSenje under fitting

Slika 4 Problem nedovoljnog podudaranja podataka [6]
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3. Preprocesiranje podataka

Prvi korak u radu sa bazom podataka je pokretanje programskog okruzenja. U ovom slucaju
koristi se programsko okruzenje Anaconda, i aplikacija Jupyter koja je zasnovana na Python
programskiom jeziku.

3.1. Uvoz podataka i potrebnih biblioteka

Zarad i pozivanje integrisanih funkcija u okvirima potrebnih biblioteka prvo je potrebno uvesti
biblioteke koje planiramo da iskoristimo u radu. Uvoza biblioteka prikazan je na slici 5.

In [1]: | #Ucitavanje potrebnih biblicteka
import pandas as pd
import numpy as np
import seaborn as sns
import matplotlib
import matplotlib.pyplot as plt
smatplotlib inline
matplotlib.rcParams.update ({ 'font.size': 20})
import seaborn as sns

import warnings
warnings.fil Jarnin "ignore')
pd.set_opt

import os
import re

from sklearn.linear model import LogisticRegression

import lightgbm as lgb

from xgbocost import XGBClassifier

from sklearn.decompositicn import PCA

from datetime import datetime

from sklearn.preprocessing import LabelEncoder

from pandas.plotting import scatter matrix

from sklearn.n 1. import train test split,StratifiedKFold,cross_val predict,GridSearchCV

from sklearn.metrics import accuracy score, fl1_score, confusion matrix, recall score,roc &uc_score, Ioc Curve, auc
from sklearn.svm import SVC

from sklearn.ensemble import RandomForestClassifier,GradientBeoostingClassifier,RandomForestRegressor,GradientBoostingRe
from sklearn.ensemble import ExtraTreesRegresscr,BaggingRegresscr,AdaBocstRegressor

from sklearn.svm import LinearSVR, SVR, HNuSVE, SVC

from sklearn.neighbors import EKNeighborsRegressor

from sklearn.tree import DecisicnTreeRegressor

from sklearn.feature selection import SelectKBest, I _regression, RFE, SelectFromModel

from sklearn.preprocessing import Imputer, StandardScaler, MinMaxScaler,lLabelEnceoder

Slika 5 Uvoz potrebnih biblioteka

Kada su uvezene sve biblioteke, moze se poceti sa izradom rada i obradom podataka. PoSto u
zahtevu koji je skinut sa interneta postoje dve vrste baze podataka, odnosno dva excel
dokumenta, potrebno je obe baze uvesti u program i analizirati. Uvoz podataka se obavlja
koriste¢i Pandas funkciju read_csv() (slika 6). U zahtevu je navedeno da postoje dva
dokumenta, od kojih jedan predstavlja trening bazu (train.csv) i drugi koji predstavlja test bazu
(test.csv). Razlika izmedu ova dva dokumenta je u tome $to trening baza ima jednu kolonu vise,
odnosno sadrzi takozvanu label kolonu. Ova kolona pokazuje da li je podnosilac zahteva dobio
kredit, ili nije. Trening set ¢e biti smesten u promenljivu ds_train, a test set u ds_test.

pd.read csv('train

ds test= pd.read csv('test.cav')

Slika 6 Uvoz podataka
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Kako bi se proverile da li su uvezene tabele dobro ocitane koristimo funkciju head(). Ovako
mozemo da proverimo da li su sve kolone dobro definisane i koje vrednosti sadrzi svaka kolona.
Koriséenje funkcije 1 prikaz trening i test baze prikazano je na slici 7.

In [3]: | #Izlistavanje Trening Data Seta

ds_train.head(

UniguelD disbursed_amount asset_cost Itv branch_id supplier_id manufacturer_id Current_pincode ID Date.of.Birth Employment.Type DisbursalDate
0 420825 50578 58400 8955 67 22807 45 1441 01-01-84 Salaried 03-08-18
1 537409 47145 65550 73.23 87 22807 45 1502 31-07-85 Self employed 26-09-18
2 417566 53278 61360 8983 87 22807 45 1497 24-08-35 Self employed 01-08-18
3 6524493 57513 66113 28.48 67 22807 45 1501 30-12-93 Self employed 26-10-18
4 539055 52378 60300 2839 LT 22807 45 1495 09-12-77 Self employed 26-09-18

»

UniquelD disbursed_amount asset_cost tv branch_id supplier_id manufacturer_id Current_pincode_ID Date.of.Birth Employment.Type DisbursalDate

0 655269 53478 63558 86.54 67 22807 45 1497 01-01-74 Salaried 03-11-18
1 723482 55513 63163 8945 67 22807 45 1487 20-05-85 Self employed 20-11-18
2 758529 65282 84320 7993 78 23135 86 2071 14-10-85 Salaried 29-11-18
3 763449 46905 63896 7658 78 17014 45 2070 01-06-73 Self employed 29-11-18
4 708663 51428 63806 86.08 78 17014 45 2089 01-06-72 Salaried 17-11-18

3
Slika 7 Izlistavanje Trening i Test seta podataka

Kada su baze ucitane i proverena ta¢nost podatak koji se nalaze u bazi, potrebno je proveriti i
tipove podataka koji su u svakoj koloni. Ovo je veoma bitno, jer podacima mora da se pazljivo
rukuje. Veoma je bitno napraviti razliku izmedu numerickih i kategorickih podataka, jer od toga
zavisi i rukovanje tim podacima. Za odredivanje tipa podataka u bazi koristi se ekstenzija .types.
Na slici 8 prikazano je koriS¢enje ove funkcije na trening bazom, dok se u algoritmu moze
zakljuditi da i testna baza sadrzi identi¢ne kolone i tipove podataka.
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Slika 8 Tipovi podataka Trening baze

Utvrdivanje broja redova i kolona odreduje se koris¢enjem ekstenzije .shape. Na konkretnom
primeru prikazano je koris¢enje ove funkcije in a trening in a testnoj bazi. Moze se primetiti da
trening baza sadrzi 233.154 redova odnosno ova cifra pokazuje broj klijenata koji su prosli process
obrade. Sadrzi 1 41 kolonu, koje predstavljaju atribute ili faktore koji uti¢u na odluku o davalju
zajma. Testna baza trazi odgovore za 112.392 klijenta. (Slika 9)

Slika 9 Prikaz koris¢enja ekstenzije shape
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3.2. Tumacenje podataka

Kako bismo stekli bolji uvid u podatke, i mogli lakSe da ih razumemo potrebno je graficki prikazati
odredene veze izmedu atributa, ka oi razne odnose izmedu podataka u okviru jednog atributa.

Prvo ¢emo prikazati odnos izmedu vrednosti u label koloni. Kolona sadrzi dve vrednosti, a to su
110, gde 1 oznacava uredno placanje kredita, a 0 predstavlja one klijente koji nisu redovni u
otplatama kredita.

Kako bi graficki prikazali ove vrednosti, postavicemo dva parametra 1kl i 1k2, gde ¢e prva
promenljiva dobijati vrednost 1, a drugi ¢e dobiti vrednost 0. Kod za dodelu ovih vrednosti
parametrima prikazan je na slici 10.

1kl = ds_train[ds train['l
1k2 = ds_train[ds train['l

Slika 10 Dodeljivanje vrednosti iz kolone loan default promenljivim

Nakon toga, ¢emo posredstvom funkcije print() prikazati koliko vrednosti pripada prvom
parametru, odnosno drugom. Mozemo zalju¢iti da, u koloni loan_deafult, ima 50.611 klijenata koji
uredno otplacuju svoj kredit, odnosno 182.543 klijenata koji ne otplacuju kredite u roku.

Na slici 11 dat je graficki prikaz odnosa ovih podataka. Za graficki prikaz koristi se bar chart.
Ispod grafika prikazana je razlika izmedu neplacanja 1 placanja i iznosi 131.932. Odnos placenih
rata na prvi EMI datum u odnosu na ukupnu vrednost plac¢anja i neplacanja je 21,7% §to je veoma
nizak procenat.
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In [10]: | #Graficki prikaz

objects = ('Pl

"Heplacanje')

bar = np.arange | bjects)
vrednost = [lkl,1k2]
plt.bar (bar, vrednost, align='center', alpha = 0.5}
plt.xticks (bar, objects)
plt.title("Neplatanje u prvom EMI na datum dospeca'
plt.show(
Meplacanje u prvom EMI na datum dospeca
175000
150000
125000
100000
75000
50000
25000
0

Placanje Meplacanje

u odnosu na ukupnu vrednost: ", (1lk1/{1k2+1k1))*100,"%")

2zlika izmedju placenih i nepla 131832
Procentualni odnos izmedju placenih rata Kredita u odnosu na ukupnu vrednost: 21.70711203753742 %

Slika 11 Graficki prikaz placanja i neplaéanja

Sledece Sto je potrebno ispitati, i graficki prikazati je sve ID kolone. Ove kolone su vezivne za
druge tabele i ima ih 6. Ovo znaci da je na primer kolona State_ID ima vrednosti od 2 do 22, gde
svaki broj oznacava neku drzavu, medutim nemamo vezivne tabele, tako da ne mozemo odrediti
koji broj oznacava koju drzavu, ali mozemo da vidimo po brojevima koje drzave imaju najvise
kredita. Potrebno je ove kolone dodeliti parametru, kako bi ih izdvojili iz baze podataka.
Dodeljivanje ovih kolona prikazano je na slici 12.

'manufacturer id', 'Current pinccde ID',

In [16]: |Grafik = ds_train[['branch id', 'supplier id"
Sta == oo

Slika 12 Dodeljivanje odredenih kolona parametru Grafik

Graficki prikaz svih kolona data je na slici 13.
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In [13]: | Grafik.hisc(figsize=(20, 15))
plt.show ()

Current_pincode_ID Employee_code_ID
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Slika 13 Graficki prikaz ID kolona

U kolonama [CREDIT.HISTORY.LENGTH] i [AVERAGE.ACCT.AGE] kao vrednosti su dati tekstualni
i numericki podaci zajedno. Kako bi obrada podataka bila potpuna i ispravna, podaci moraju biti
jedinstvenog tipa. Vrednosti u navedenim kolonama su date u obliku “lyrs Smon” §to predsavlja
jednu godinu i pet meseci. Vrednosti ove kolone ¢emo srediti i napraviti tako da pokazuje samo
broj meseci prosecnog zajma kredita odnosno vreme od prve pozajmice. Kod koji se koristi za
pretvaranje podataka u numericke vrednosti ukupnog trajanja po mesecima je prikazan na slici 14.

In [168]: | # Konvertovanje kolons 'CREDIT.HISTORY.LENGTH' u mesece u trening setu
ds_train['CREDIT.HISTORY GTH']= ds_train['CREDIT.HISTORY. .apply (lambda x: (re.sub('[a-z]',"'',x)).split(})
ds_train['CREDIT.HISTORY.LENGTH']= ds_train['CREDIT.HISTCRY.LENGTH'].apply(lambda x: int(x[0])*12+int(x[1]))

# Konvertovanje } e 'AVERAGE.ACCT.AGE' u trening setu
ds_train["' ds_train[ 'RV GE'] .apply{lambda x: (re.sub('[a-z]','',x)}).=3plit())
ds_train['AV ds_train[ 'RV AGE"] .apply(lambda x: int (x[0])*12+int(x[1]})

ds_test] .HI LENGTH']= ds_test]
ds_test['CREDIT.HISTORY.LENGTH']= ds_test['

: (re.sub('[a-2]"',""',x)).3plit())
: int(x[0])*12+int (x[1]))

kolons '"AVERAGE.ACCT.AGE' u mesece u test setu
T.AGE'] .apply(lambda x: (re.sub('[a-=z]','"',x)).split{}}
ACCT.AGE'] .apply{lambda x: int (x[0])*12+int(x[1]})

# Konvertovanj

GE.ACCT.AGE']

Slika 14 Konvertovanje kolona u mesece
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Ovako sredene vrednosti predstavljicemo na grafiku, prikazanom na slici 15. Za prikaz odnosa
ovih podatak koristi¢e se scatter chart. Ovaj grafik pokazuje raspodelu podataka ove dve kolone,
gde mozemo da primetimo da je najveca gustina podataka u donjem levom uglu u rasponu od 0 do
150 na X osi, odnosno od 0 do 200 na Z osi.

In [15]: | A%2= ds train[['AV]
CHL = ds_train['CR

In [16]: | £, ax = plt.subplots(figsize=(10, 7))

rlt.scatter (x=AI y=CHL, e="'b'

ut[16] 1 <matplotlib.collections.FathCollaction at Ox222ceff&fdi>

300

200

Slika 15 Odnos podataka AVG Acting age i credit history lenght

3.3. Tretiranje datumskih vrednosti u bazi podataka

Nakon uvoza baze i provere kolona i redova, odredivanja tipova podataka u obe baze, pokrece se
slede¢i korak. Naredni korak je obrada podataka. U datim setovima moZemo primetiti da postoje
dve kolone koje sadrze datume [Date.of.Birth], [DisbursalDate]. Prva kolona oznacava datum
rodenja podnosioca zahteva, dok druga oznacava datum do kada se kredit otplac¢uje. Primenom
funkcije za prikazivanje tipova podataka, moze se zakljuciti da su tipovi kolona predstavljeni kao
kategoricki podaci. Prvo $to je potrebno odraditi je pretvoriti ove kolone u datumske tipove, za
dalju obradu. Za pretvaranje podataka iz kategorickog u datumski tip koristi se Pandas funkcija
to_datetime (). Kako i trening i test baza moraju biti identi¢ne, bar §to se tice kolona, funkcija ¢e
biti primenjena i na jednoj i na drugoj bazi. Prikaz kori$¢enja ove funkcije prikazano je na slici 16.

osto imamo dve kolons mske [date of birth,DisbursalDate
d.to datetime (d=_tr
d.to_datetime (d3_tr

[171: | #Prstvaranies object u dats

0
(5]
5

ds_train['D

('}
oo

- pd.to_datetime(ds _test['DisbursalDate’])
Slika 16 Pretvaranje kategorickog u datumski tip podataka

Provera izvrSenosti funkcije moze se proveriti ponovnim izlistavanjem baze i pregledom tipova
podataka u bazi (Slika 17). Linija koda broj 12 pokazuje da je izmenjen tip podataka, odnosno da
je kolona postavljena na osnovni datumski format “YYYY/MM/DD”.
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U narednoj liniji koda prikazuje se promena tipa kolone, gde se primecuje da su kolone
[Date.of.Birth], [DisbursalDate] iz “object” tipa podatak promenjena u “datetime64”.

UniquelD disbursed_amount asset_cost Itv branch_id supplier_id manufacturer_id Currenf_pincode_ID Date.of.Birth Employment.Type DisbursalDate

0 420825 50578 58400 B89.55 67 22807 45 1441 1984-01-01 Salaried 2013-03-08
1 537409 47145 63350 T73.23 &7 22807 45 1502 1985-07-31 Self employed 2018-08-26
2 417566 53278 61360 89.63 67 22807 45 1497 1985-08-24 Self employed 2018-01-08
3 624453 57313 66113 86.45 67 22807 45 1501 1983-12-30 Self employed 2018-10-26
4 539055 52378 60300 86.39 67 22807 45 1495 1977-09-12 Self employed 2018-08-26
3

In [14]: | #Prikaz kako je kolona promenila svoj tip podataka

d=_train. dt,yp-es

Out[l4]: UnigqueID
disbursed amount
&asset_cost

DisbursalDate
State_ID

Slika 17 Prikaz promena iz object tipa podataka u datetime

Sada se pristupa radu sa datumskim kolonama tako §to ¢emo u trening i u test bazi kreirati nove
numericke kolone. Ova procedura podrazumeva uzimanje iz kolone, [Date.of.Birth] posebno
datum, mesec, dan i na osnovu toga pravljenje novih kolona koje ¢e biti nazvane
[year],[month],[day].

Ekstenzije koje se primenjuju za uzimanje i kreiranje novih kolona su redom:

e dt.year;
e dt.month;
e dt.day.

Kako imamo dve kolone datumskog tipa, potrebno je nazvati ih razliitim imenima, za kolone
[Date.of.Birth] bi¢e napravljene nove tri kolone [year],[month],[day], dok se za [DisbursalDate]
kreiraju tri nove kolone sa nazivima [year_dd],[month_dd],[day_dd]. (Slika 18)

In [15] #Vremen colone prebacu] natl vrednosti
ds train['Year'] = ds tra t
ds_train['Month'] = ds_tr '] .dt.month
ds_train['Day'] = ds_train| .Birth'] .dt.day
ds_test['Year'] = ds_test|' ].dt.year
ds_test['Month'] = ds_test| '] .dt.month
ds_test['Day'] = ds_test['Da dt.day
ds_train['Year DD'] = ds_train['DisbursalDate'].dt.year
ds_train['Mo i ] = ds_train| ate'] .dt.menth
ds train['Day DD'] = ds_train['DisbursalDate'].dt.day
ds_test['Year DD'] = ds_test['DisbursalDate'].dt.year
ds test['Month DD'] = ds_test['D ate'].dt.month
ds_test['Day _DD'] = ds_test['Disbursal e'].dt.day

Slika 18 Linija koda koja prevodi datumske kolone u nove, numericke kolone
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Koris¢enjem grafikona mozemo videti u kojim granicama su godine podnosioca zahteva.
Pozvacemo grafikon koristeci kod prikazan na slici 19.

[n [797]: | ds_train.Year.value counts().sort_index().plot

i <matplotlib.axes. subplots.AxesSubplot at 0X1£lcfd7L%bo>

10000 W |

1980 2000 2020 2080 2060

Slika 19 Prikaz godina podnosioca zahteva

Na slici se vidi disproporcija u godinama, posto imamo raspon od 2020 do 2060 godine. Ova
kolona predstavlja datum rodenja podnosioca zahteva, §to zna¢i da najmanja vrednost u bazi
podataka moze biti 2001. Razlog je taj $to po zakonu Republike Srbije, kredit ne mogu podneti
osobne mlade od 18 godina, odnosno ni sami zajmodavci ne odobravaju zajmove maloletnim
licima.

Izlistavanjem vrednosti datumske kolone pre transformacije primecuje se da su vrednosti u ovoj
koloni uno$ene na dva nacina:

e DD/MMI/YYYY;
e DD-MM-YY.

Ukoliko se razmatraju ova dva nacdina unosa, dolazi se do logi¢nog zakljucka da ukoliko je pri
drugom tipu unosa, za prve dve cifre ubacena proizvoljna vrednost 19 ili 20 §to oznacava godinu,
na taj nacin $to se svaka vrednost YY koja je ozna¢ena sa brojem 60 i manje dobija vrednost 20,
dok sve ostale dobijaju vrednost 19.

Ove podatke mozemo tretirati na taj nacin Sto bi se definisale nove dve promenljive, od kojih ¢e
jedna uzimati prve dve cifre kolone [Year], a promenljiva uzima vrednost druge dve cifre ove
kolone. Kolona [Year] je numeri¢kog tipa, tako da koris¢enjem funkcije astype() konvertujemo
vrednosti ove kolone u tekst, a zatim parametru Godina_train dodeliti prve dve cifre funkcijom
.str[:2], dok parameter Godina_train uzima druge dve cifre .str[2:4].

Logika je da se iz niza podataka izvuku svi brojevi koji imaju vrednost 20 i konvertuju u vrednost
19. Ovo se radi kroz petlju for tako $to se definiSe promenljiva i koja prolazi kroz raspon od 0 do
broj ukpnih redova u bazi, a zatim za svaki red trazi vrednsot 20, i1 ukoliko je nade menja tu
vrednost u broj 19. Kada petlja zavr$i svoju aktivnost, spajamo vrednosti Godina_train i
Godina_train_1. Nakon toga u bazi se mogu javiti vrednosti iz 2000 godine koji su bili oznaceni
sa 00, Sto znaci da je program dodelio vrednost 19, odnosno 1900, i isto tako 1901. Ovo ¢emo
reSiti na isti naci, kroz for petlju.
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Kada se izvrSe ove aktivnosti, potrebno je vratiti ovu kolonu, odnosno konvertovati iz tekstualnog
tipa u numericki (Slika 20).

In [83B8]: |ds _train['¥
ds_test['Y

In [839]: |Godina Train=ds train['Year'].str[:2]
Godina Test=ds test['Year'].str[:2]

In [840]: |Godina Train 1 = ds trai
In [841
In [842]: |for i in range(0,ds test.shape[0]):
a Test.iloc[i] N
Godina Test.iloc[i]="18%"
In [843]: | Year_ Train = Godina Train.map(str)} + Godina Train 1.map(str)
Year Test = Godina Test.map(str) + Godina Test l.map(str)
In [844]: | ds_train.drop(['¥ear'], axis=l, inplace=True)
ds test.drop(['¥ear'], axis=1, inplace=True)
In [845]: |ds_train['Year']=Year Train
ds_test['Year']=Year Test
In [846]: |for i in range(0,ds train.shape[0]):
if ds train['Year'].iloc[i]
ds_train['Year'].iloc[i]=
In [847]: |for i in range(0,ds test.shape
if ds test['Year'].iloc[
ds_test['Year'].iloc[i]="2000"
In [848]: |for i in range(0,ds train.shape[0]):
if ds train['Year'].iloc[i]
ds_train['Year'].iloc[i]=
In [849]: |for i in range(0,ds test.shape[0]):
if ds test['¥ear'].iloc[i]=="1901":
ds_test['Year'].iloc[i]="2001"
In [850]: |ds_train['¥Year'] = pd.to numeric(ds train['Year'])
ds test['Year'] = pd.to numeric(ds_test['Year'])

Slika 20 Rad sa datumskim tipom, sredivanje datuma

Ponovnim pozivanjem grafika, mozemo videti da je izvrSena izmena u datumskoj koloni.
Tumacenjem grafika dolazi se do zakljuka da je najveci broj podnosioca zahteva koji su veé
obradeni u rasponu godina od 1988 do 1993. Prikaz godina rodjenja podnosioca obradenih zahteva
u trening setu 1 podnosioci zahteva koji su u test setu i ¢ekaju na obradu su prikazani na slikama
211 22.
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¢ | ®=ds_train.Year.value_ counts () .3ort_index
plt.plot (x, label="Godine R

odine Rodjenja Podnosioca Zahtewva')
plt.legend()
rlt.ylabel ('Vrednoati')
plt.xlabel ('Godine")

plt.show()
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Slika 21 Godine rodenja podnosioca zahteva u trening setu
n [46 x¥=ds_test.¥ear.value counts().sort_index()
plt.plet (x, label='Godi Rodjenja Podnosioca Zahtewa')
plt.legend()
plt.ylabel ('Vrednosti')
plt.xlabel ('Godine')
plt.show ()
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Slika 22 Godine rodenja podnosioca zahteva u test setu

Pozivanjem ekstenzije .shape vidimo da je promena nacinjena, odnosno da je sa postojecih 41
kolona prosireno za dodatnih 6, a testna baza sa 40 na novih 46. (Slika 23)

ickl prikaz redova 1 kolon

1t (ds_train.shape)
1t (ds_test.shape)

(233154, 47)
(1123922, 46)

Slika 23 Prosirenje kolona sa datumskim tipom, na nove numericke kolone

Nakon obrade datumskih podataka pozvacemo funkciju koja pokazuje sve osnovne parameter

deskriptivne statistike. Funkcija koja se koristi je describe(). Osnovni statistiCki parametri
deskriptivne statistike su slede¢i redom (Slika 24):

e Broj podataka u svakoj koloni (count);
e Aritmeticka sredina (mean);

e Standardna devijacija (std);

e Minimalna vrednost u koloni (min);

o 25% skupa;

e 50% skupa;
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e 75% skupa;
e Maksimalna vrednost u koloni (max).

In [17]: | #Deskriptivna statistika na

ds_train.describe()

m
I
15}

1anufacturer_id Cumrent_pincode_|D State_ID Employee_code_ID MobileNo_AvI_Flag  Aadhar_flag PAN_flag VoterlD_flag Driving_flag  Passpol

233154.000000 233154.000000 233154.000000 233154.000000 2331540 233154.00000 233154.000000 233154.000000 233154.000000 233154.0
69.023054 3398.350247 7262243 1549 477143 10 0.54032 0.075577 0.144943 0.023242 00
22141304 2238.147302 4432230 975.261278 0.0 0.36631 0.264320 0.352044 0.130672 0.0
45.000000 1.000000 1.000000 1.000000 10 0.00000 0.000000 0.000000 0.000000 00
43.000000 1511.000000 4.000000 713.000000 10 1.00000 0.000000 0.000000 0.000000 0.0
§6.000000 2970.000000 6.000000 1451.000000 10 1.00000 0.000000 0.000000 0.000000 ]
§6.000000 S5677.000000 10.000000 2382.000000 10 1.00000 0.000000 0.000000 0.000000 0.0

156.000000 T345.000000 22.000000 3795.000000 1.0 1.00000 1.000000 1.000000 1.000000 10

1 »

Slika 24 Deskriptivna statistika nad bazom podataka

Na slici se moze primetiti da kolona [MobileNo_ Avl Flag] ima standardnu varijaciju 0, a
aritmeticku sredinu 1, $to znaci da kolona moze da se izbaci iz baze, jer lose uti¢e na ishod
podataka.

Varijansa se moze i odrediti pozivom funckije var(). Kolone koje imaju varijansu 0 isto tako se
mogu izbaciti iz razmatranja (Slika 25).

_Flaq.var{i_
Flag.var())

]
0.

IS

Slika 25 Odredivanje varijanse nad kolonom

Brisanje kolona se odraduje primenom drop() funkcije. Kolone koje je potrebno izbaciti iz trening
i testa su sledece (Slika 26):

e [MobileNo_Avl_Flag] — Kolona se izbacuje uz razmatranja jer ima varijansu O;
e [UniquelD] - Kolona se izbacuje iz razmatranja jer oznacava redni broj klijenta.

ds train.dro
ds train.dro

)4} inplace=True)
D ], 8xis=1, inplace=True)
ID'], axis=l, inplace=True)

o Avl Flag'], axis=l, inplace=True)

ds_test.drop (['Un
ds_test.drop(['Mao

Slika 26 Brisanje kolona iz baze podataka
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Ponovnim pozivom funkcije head() primeti¢emo sve promene koje su odradene na setu podataka.
Na slici 27 prikazan je prvi deo baze podataka gde se moze zakljuciti da su izbacene gore navedene
kolone. Dok je na slici 28 prikazano uspe$no konvertovanje kolona [CREDIT.HISTORY.LENGTH] i
[AVERAGE.ACCT.AGE], i ras¢lanjavanje datumskih kolona na nove.

In [17]: | ds_train.head()

disbursed_amount asset_cost tv branch_id supplier_id manufacturer_id Current_pincode_ID Employment.Type State_ID Employee_code_ID Aadhar_

0 50578 58400 89.55 &7 22807 45 1441 Salaried 6 1998
1 47145 65550 T73.23 67 22807 45 1502 Self employed 6 1998
2 53278 61360 8963 67 22807 45 1487 Self employed 6 1998
3 57513 66113 88.48 &7 22807 45 1501 Self employed 6 1998
4 52378 60300 §8.39 67 22807 45 1485 Self employed 6 1998

Slika 27 Prvi deo sredene baze podataka

7]1:|d= train.head()

TACCTSIN.LAST.SIX.MONTHS AVERAGE.ACCT.AGE CREDITHISTORY.LENGTH NO.OF_INQUIRIES Iloan_default Year Month Day Year_DD Month_DD Day DD

0 0 0 0 0 1954 1 1 2018 3 8
1 23 23 0 1 18385 T 2018 9 26
0 0 0 0 0 1885 8 24 2018 1 ]
0 g 15 1 1 1993 12 30 2018 10 26
0 0 0 1 1 1977 9 12 2018 9 26

Slika 28 Drugi deo sredene baze

Moze se videti da kolona Year DD ima vrednosti 2018, provericemo varijansu, I ukoliko je
varijansa 0, kolonu ¢emo dropovati, poSto nema uticaja na rad sa bazom. Varijansa se proverava
pomocu funkcije var(), i mozZe se videti, na slici 29, da varijansa jeste 0, $to znac¢i da ¢e se ukloniti iz
razmatranja koriste¢i funkciju drop.

In [38]: d=z_train.drop(['Year DD'], axis=l, inplace=True)
ds_test.drop(['Year DD'], axis=l, inplace=True)

Slika 29 Testiranje varijanse nad kolonom year_dd
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3.4. InZenjering podataka

Nakon pregleda baza podataka dolazi se do zakljuc¢ka da je moguce dodati u postojecu bazu
nove atribute koji bi bili zasnovani na ve¢ postoje¢im atributima. Ovaj inzenjering podataka
omogucava bolji rad algoritma, i preciznije donosenje odluka.

Na slici 30 prikazan je rad sa podacima. Postavlja se funkcija sa nazivom rad_sa_podacima,
koja prima jedan parametar CSV, odnosno prima ds_train bazu i ds_test bazu. U okviru funkcije,
kada se proslede potrebne baze, dodace se nove kolone koje predstavljaju kolone: [23]

e [Age] koja oznacava godine podnosioca zahteva, ovaj podatak se izraCunava tako $to se
od trenutnog datuma oduzme datum rodenja;

e [Disbursal_months_passed] oznacava koliko je jos meseci ostalo da se otplati kredit;
e [Average act_age in_months] oznacava prosecni zajam kredita u mesecima;

e [Credit_history length_in_months] oznac¢ava vreme od prve pozajmice u mesecima;
e [number_of 0] oznacava ukupan broj 0 u bazi podataka po redovima;

e [loan_to_asset ratio] oznac¢ava odnos kredita prema vrednosti automobila;

e [no_of _accts] oznacava broj ukupnih kredita koje je kupac uzeo u trenutku isplate -
primarni racuni koje je kupac uzeo za li¢nu upotrebu uvecano za one koje kupac deluje
kao podnositelj prijave ili zirant — sekundarni racuni;,

e [pri_inactive_accts] oznacava razliku izmedu broja zahteva gde je podnosilac primarnog
racuna umanjen za sekundarni;

e [sec_inactive_accts] oznacava razliku izmedu broja zahteva gde podnosilac deluje kao
Zirant umanjeno za primarni racun;

e [tot_inactive_accts] oznacava ukupan broj zahteva;
e [tot _overdue_accts] oznacava ukupan broj zadatih ra¢una u toku isplate;

e [tot_current_balance] oznacava ukupnan glavni neizmireni iznos aktivnih zajmova u
trenutku isplate;

e [tot_sanctioned_amount] ozac¢ava ukupan iznos koji je u trenutku isplate odobren za sve
zajmove;

e [tot_disbursed_amount] oznacava ukupan iznos koji je potroSen za sve zajmove u
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trenutku isplate;
e [tot_installment] oznacava ukupan EMI iznos primarnog zajma;

e [bal _disburse_ratio] oznacava odnos izmedju ukupnog iznos koji je potroSen za sve
zajmove u trenutku isplate i ukupni glavni neizmireni iznos aktivnih zajmova u trenutku
isplate;

e [pri_tenure] oznacava prvobitno vlasnistvo;
e [sec_tenure] oznacava sekundarno vlasnistvo;

e [disburse to_sactioned_ratio] oznacava odnos izmedju ukupnog iznosa otplate kroz
total ukupan iznos koji je u trenutku isplate odobren za sve zajmove;

e [active_to_inactive_act_ratio] ozna¢ava 0dnos ukupnog broja rac¢una kroz ukupan broj
neaktivnih racuna;

[ b a '] = pd.to_datetime (CSV['Disburs , format = "%d-im-%y",infer datetime format=True)
CSV['Date.of.Birth'] = pd.to datetime (CSV['Date.of h'], format = "%d-3%m-%y",infer datetime format=True)
now = pd.Timestamp('now')

Cs5V['Rge'] (now - C5V .of .Birth"]).astype("<m8[¥]"') .astype (int)

nt (CSV[CSV][
1 = csv[

a geimear. =
CSV.loc[:,

1=0]['Age'] .mean()})
e'].apply(lambda x: x if x>0 else age mean)

C5V.loc[:,
C5V.loc[:, "'

Cs5V.loc[:,"'
CcsV.loc[:,
CSV.loc[:,
CsV.loc[:,
Cs5V.loc[:,
CSV.loc[:,
C5V.loc[:,

()

0+

C5V.loc[:

csv.loc[:,"'

C5V.loc[:

C5V.loc|[ .astype (int)

CsV.loc[:, np.round{ (CSV["to t']+1) /{1+CSV['tot sanctioned amount’

C5V.loc[:, ] = np.:qund(iCSV['n:::f_a cts'?+l]£(L+CSV[':::_ina::ive_a:c:s':},Z)

0

return C3V

Slika 30 InzZenjering podatkaf]

Nakon pravljenja funkcije, primenjuje se na trening i test bazu, kao $to je prikazano na slici 31.

ineeringa na trening i test

Slika 31 Primena funkcije za inzenjering podataka na trening i test bazi
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3.5. Tretiranje null vrednosti u bazi podataka

Null vrednosti ili vrednosti u bazi koja nisu uneta, mogu se tretirati na viSe nacina. Najprimenjeniji
nacini za rad sa null vrednostima su:[25]

e Ukoliko se utvrdi da baza nema veliki broj ovakvih vrednosti, jednostavno se redovi u
kojima postoje prazne vrednosti uklone iz baze;

e Prazna polja se popune prosecnim vrednostima iz cele kolone;

e Da se dodele NaN vrednosti u svako prazno polje, ovo znaci da je vrednost nepoznata.

Da bi utvrdili koje kolone sadrze prazne vrednosti, pokrenu¢emo funkciju isnull(). Na slici 32
prikazan je postupak koriS¢enja kombinacije isnull() i sum() funkcije. Isnull() funkcija radi tako
Sto Cekira polja koja nemaju vrednost, odnosno ukoliko naide na polje u baz koja nema upisanu
vrednost, dodeli vrednost TRUE, a funkcija sum(), sabira sve te vrednosti TRUE i prikazuje u
izlazu.[26]

ds train.isnull() .sum()

01: disbursed amount

7661

. SCORE

SCORE .DESCRIPTICH

DESCRI

g
i

Slika 32 Detektovanje null vrednosti u bazi podataka

Sa slike 30 mozemo zakljuciti da samo u koloni Employment.Type postoji 7.661 polje bez upisane
vrednosti. Na slici 33 prikazane su vrednosti koje se nalaze u koloni tipa zaposlenja. Funkcija koja
odreduje jeinstvene vrednosti kolone i ujedno ih i sabira je value_counts(). Na osnovu ovoga vidi
se da je kolona sa kategori¢kim vrednostima i sadrzi samo dve vrednosti, samo zaposleni, i radnik
koji prima platu. 7.661 polja bez vrednosti u odnosu na celu grupu od 233.154 vrednosti predstavlja
3,28%. 1z svega ovoga mozemo zakljuciti da prazna polja treba odstaraniti iz baze, jer je procenat
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uticaja na celu bazu zanemarljiv, a posto su samo dve vrednosti u koloni ne mozemo primeniti
srednju vrednost kako bi popunili prazna polja.

In [41]: |ds train['Employment '].value counts ()
Out[41]: Self employed 127835
alaried 97358

Name: Employment.Type, dtype: int64

) -sum() /ds_train.shape[0]*100,"%

ds train=ds train.dropna ()
ds_test=ds_test.dropna()

Odnos null redova u odnosu na cec data set: 3.265811094B128703 %

: |ds_test['Employment.Type'].value counts()

31t Self employed
Salaried 49155
: Employment.Type, dtype: inté4

Slika 33 Vrednosti u koloni Employment Type i uklanjanje praznih vrednosti iz kolone

Sada mozemo i graficki prikazati odnos vrednosti u ovoj koloni (slika 34).

In [51]: | Salaried = ds cat[ds_cat['Employme

print ("Ukupan broj vrednosti

Ukupan broj wrednosti "Salaried!

[52]: 1fEmployed = ds_cat[ds_cat['Em

oj wrednosti 'Se

Ukupan broj wvredncesti '"Self Empleoyed' u Employment Type koloni:

n [53] platu od nske fimme, 1 koji sami sebil uvplacuju zaradu
plt.bar(bar, vrednost, align="center', alpha = 0.5}
plt.xticks (bar, cbjects)
plt.title("'0dnos podataka iz kolone Employment Type')
plt.ylabel ('Broj Podnosiocca Zahtewva')
plt.show ()

Odnos podataka iz kelone Employment Type

120000

100000

80000

60000

40000

Broj Podnosioca Zahteva

20000

Primaj\lj Platu 51m0-7; posleni
Slika 34 Graficki prikaz kolone tipa zaposlenja

Parametru Salaried dodeljujemo sve vrednosti iz kolone koje su koloni tipa zaposlenja sa
vrednosc¢u salaried, dok promenljiva Selfemployed uzima drugu vrednost. Nakon toga prikazuje
se odnos vrednosti preko bar chart grafika.
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3.6.  Odnos kategorickih i numerickih vrednosti u bazi podataka

Kada su svi podaci sredeni pristupa se podeli podataka na kategoricke i numeri¢ke. Podela baze
podataka na kategoricke i numeri¢ke vrednosti obavlja se posredstvom funkcije
select dtypes(include="object’). Ova funkcija selektuje sve kolone koje u su tipa object, a funkcija
select_dtypes(exclude="object’) sve ostale vrednosti koje nisu ovog tipa, a kao $to je videno ranije,
sve ostale vrednosti su tipa integer (Slika 35).

ds_cat = ds_train.se dtypes (includy

dz num = d= train.select dtypes(exclude='object')

1 mumerickih vrednosti zbog prika

Slika 35 Podela podataka na kategoricke i numericke vrednosti

Posto su podaci podeljeni, preko grafika ¢emo prikazati podatke, kako bi analizirali koji je odnos
izmedu ovih tipova. Prvo je potrebno definisati parameter koji primaju vrednosti, u konkretnom
sluc¢aju n ¢e uzimati broj redova, a m broj kolona.

e nl,ml=ds_cat.shape — za kategoricke tipove;
e N2, m2=ds_num.shape - za numericke tipove.

Za poziv grafika koristi se biblioteka matplotlib, a grafik ¢e biti prikazan u barovima (Slika 36).

bar = np.arange(len(objects))

vrednost = [m2,ml]

plt.bar (bar, vrednost, align="center', alpha = 0.5)

plt.xticks (bar, cobjects)

plt.title('0dnos numerickih i kategorickih podataka')

plt.show ()

print ("Procentualni odnos kategorickih i numerickih podataka:",ml/ (ml+m2)*100,"%")

0Odnos numerickih i kategorickih podataka

T
Numericki Kategoricki

Procentualni odnos kategorickih i numerickih podataka: 3.2736885245%0164 %

Slika 36 Grafik pokazuje odnos kategorickih i numerickih podataka
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3.7. Detekcija OUTLIERS-a u bazi podataka

Outlier je tacka za koju je Yi daleko od vrednosti koju predvida vanserijski model. Outliers-i
mozgu nastati iz viSe razloga, poput pogresnog snimanja opazanja tokom prikupljanja podataka.

[5]

Kako bi videli da li baza podataka nad kojom se radi ima ouliers vrednosti, predstavicemo kolone
[disbursed amount] i [asset cost]. Na slici 37 vidi se da ima vrednosti koje dosta odstupaju od
raspodele, $to znaci da ova kolona sadrzZi ekstremne vrednosti u bazi. Na slici 38 predstavljena je
ova kolona logaritmovanjem, kako bi se smanjio 1o$ uticaj otpadaka iz baze podatka. Na slikama
39 i 40 predstavljen je isti metod nad kolonom assets cost, gde se dolazi do istog zakljucka. [5]

olt gure (i 1)
sns.distplot (ds_train.disbursed amount.values, bins=50, kde=True)
plt.xlabel ('price', fontsize=12)
plt.show ()
0.000040
0.000035
0.000030
0.000025
0.000020
0.000015
0.000010
0.000005 |
| \_
0.000000 L
o 200000 400000 600000 800000 1000000
price
Slika 37 Grafik kolone isplacenog iznosa
_t',t::'igure (f;-gsize= {8, )
sns.distplot (np.log(ds_train.disbursed amount.values), bins=50, kde=True)
plt.xlabel ('price', fontsize=12)
plt.show()
20
15
|
|
10
05 /
\
00 —J'/ T \-‘— T T
10 11 12 E] 14
price

Slika 38 Logaritmovana kolona isplacenog iznosa
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In [57]: | foutliners kod kol
plt.figure (figsize: g))
sns.distplot (ds_train.asset_cost.values, bins=50, kde=True)
plt.xlabel ('price', fontsize=12)
plt.show ()

0.00004 1
0.00003
0.00002 4

0.00001 |

0.00000 A \\ ool

0 200000 400000 600000  E00DO0 1000000 1200000
price

Slika 39 Prikaz otpadaka nad kolonom kostanja vozila

t.figure (figsize:
z.distplot (np.log(ds_train.asset_cost.values), bina=50, kde=True]
1t.xlabel ("price', fontsize=12)

t.3how()

30

5

20

15

10

05

0o
105 no 115 20 125 130 B5 140

price
Slika 40 Logaritmovanje kolone kostanja vozila

Na slici 41 prikazan je medusobni odnos izmenju otpadaka jedne i druge kolone. Na slici se
jasno vidi gde je bazirana raspodela podataka, ka oi par vrednosti koji pripadaju otpacima.
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[62]: | fig, ax = plt.subplots({figsize=(16,3))
&ax.scatter (ds_train.disbursed amount, ds_train.asset_cost)
plt.show ()

1200000

1000000

600000

600000

400000 - .

200000

0 200000 400000 600000 800000 1000000

Slika 41 Medusobni odnos kolone kostanja i isplacenog iznosa
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3.8. Tretiranje kategorickih podataka

1z prilozenog grafika vidi se da postoje samo dve kolone sa kategorickim podacima. Te kolone
¢emo prikazati preko funkcije head(). Pozivanje funkcije prikazano je na slici 42 kao i njihove
vrednosti. Kolona [Employment.Type] sadrzi vrednosti Salaried, Selft employed. Ve¢ ranije iz ove
kolone popunili smo sve prazne vrednosti.

In [44]: ds cat.head(

Employment.Type PERFORM_CNS5.SCORE.DESCRIPTION

0 Salaried Mo Bureau History Available
1 Self employed I-Medium Risk
2 Self employed Mo Bureau History Available
3 Self employed L-Very High Risk
4 Self employed Mo Bureau History Available

Slika 42 Izlistavanje vrednosti kategorickih podataka

Kolona [PERFORM_CNS.SCORE.DESCRIPTION ] sadrzi nesto vise vrednosti, a to mozemo Vvideti
koris¢enjem funkcije value_counts(). Prikaz ovih podataka dat je na slici 43. Za rad sa
kategorickim podacima koristi se dva tipa funckija:

e U sklearn paketu funkcija OneHotEncoder() je pandan Pandas funkciji get_dummies() .
Osnovi cilj ovih funkcija je pretvaranje kategorickih podataka u numericke tako $to se
kreiraju nove kolone;[28]

In [47]: | ds_cat['Employment.Type'].valus counts
71: S5e2lf empleyed 127835
Salaried 97358

Name: Employment.Type, dtype: inté4

ESCRIFTION'].value counts()

ot Scored ugh Info available con the customer
ot Scored ivity seen on the custcomer (Inactiwve)
Not Scored tes available in last 36 months

¥ & Guarantor
Not Scored: Mor 50 actiwve Zccounts found
Name: PERFORM CNS.SCORE.

SCRIPTICN, dtype: inté4

Slika 43 Vrednosti u kolonama Employment Type i Perform_cns.score.description
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i
ds_train.iloc[:,7] = le.fit_transform(ds train.iloc[:,7])

ds_test.iloc[:,7] = le.fit transform(ds_test.iloc[:,7])
Slika 44 Prikaz funkcije labelencoder()

e U sklearn paketu funckija labelencoder() je pandan Pandas funkciji factorize(). Ova
funkcija svaku jedinstvenu vrednost oznacava sa razli¢itim brojem. Na konkretnom
primeru, vrednosti kolone [Employment.Type] c¢e dobiti slede¢e vrednosti, Salaried
vrednost 1, Self employed vrednost 2. (Slika 44) [27]

Uvidom u kolonu [Perform_cns.score.description] dolazi se do zakljucka da je previse kolona sa
razli¢itim oznakama. Kako bi dobili §to preciznije numeric¢ke podatke, primeni¢emo rucno
mapiranje nad ovom kolonom. Ovo se radi na taj nacin $to ¢e sve vrednosti koje imaju u nazivu
klju¢nu re¢ Not Scored, kao i no history available dobi¢e vrednost -1, dok ostale vrednosti idu od
0 do 4, gde najmannji rizik dobija najvecu vrednost. Mapiranje je prikazano na slici 45. Nakon
toga ¢emo formirati kolonu kreditnog rizika i primeniti funkciju mapiranja.

ocough Info available on the customer':-1,

Only a Guarantor':-1,

ed: More than 50 active Accounts found':-1

N"] .apply(lambda z: MapiranjeCNSKolon|
"].apply(lambda x: MapiranjeCNSEolone []

>

ds_train.loc[ ] = ds_tr
ds_test.loc[:, 'kolon editnog ] = ds_test|[ EM CHNS.5

Slika 45 Sredivanje kolone opisa cns skora
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3.9. Normalizacija baze podataka

Postoje Cetiri nac¢ina normalizacije podataka i to su: [29]

e StandardScaler
e MinMaxScaler
e RobustScaler

e Normalizer

StandardScaler pretpostavlja da se podaci obi¢no distribuiraju u okviru svake funkcije i da ¢e ih
skalirati tako da je distribucija centrirana oko 0, sa standardnom devijacijom od 1. [29]

Srednja i standardna devijacija se izraCunavaju za atribute, a zatim se atributi skaliraju na osnovu
formule: [29]

e (Xi—-mean(X))/stdev(X)
Ako se podaci ne distribuiraju normalno, ovo nije najbolji skaler za upotrebu. [29]

Na slici 46 prikazana je primena Standard Scaler normalizacije na tri atributa, pre i posle
normalizacije, moZe se utvrditi da su podaci posle normalizacije merljivi, u odnosu na raspodelu
podataka pre normalizacije. [29]

Pre normalizacije Posle normalizacije

x1
— X2
x3

Slika 46 Standard Scaler normalizacija [29]

MinMaxScaler je najpoznatiji algoritam za skaliranje i1 sledi slede¢u formulu za svaku
karakteristiku: [29]

e (Xi—min (X))/(max (X) —min (X))

U sustini smanjuje opseg tako da je raspon sada izmedu 0 1 1 (ili -1 do 1 ako postoje negativne
vrednosti). (Slika 47) [29]
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Ova;j skaler radi bolje za slucajeve u kojima standardni skaler mozda ne radi tako dobro. Ako
distribucija nije Gaussova ili je standardno odstupanje vrlo malo, MinMaxScaler radi bolje

Pre normalizacije Posle normalizaciie
014
—a
- 28 /\
012 w— 3 /
010 20
o083
15 x1
x2
006 x3
10

004

002 J
Q00 v

Slika 47 MinMaxScaler normalizacija [29]

RobustScaler koristi slicnu metodu kao MinMaxScaler, ali umesto toga koristi interkvartilni
raspon, tako da je robustan za outliers-e. Formula RobustScalera je sledeca: (Slika 48) [29]

o (Xi-Q1(X))/(Q3(X)-Q1(X))

Pre normalizacije MNakon RobustScaler Nakon MinMaxScaler
—_— x —_x — x
030
a0 — —_—e 7 ﬂ — n
14
025 6
020 - ’
4
015
15
3
010
01 )
005
1
0.00 .LJ b \_/\ 0.0 /;J L_/\. 0
) 20 LT -10 ) 10 10 15 1.0

Slika 48 RobustScaler normalizacija [29]
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Normalizator skalira svaku vrednost tako §to svaku vrednost podeli sa svojom veli¢inom u n-
dimenzionalnom prostoru za n broj karakteristika. (Slika 49) [29]

Recimo da su karakteristike X, y i z kartezijanske koordinate, umanjena vrednost za x bila bi:

o Xi/NXZi+Y2i+2Z%i
Svaka tacka je sada unutar 1 jedinice porekla na ovom kartezijanskom koordinatnom sistemu. [29]

~ 05

-~ -10

10
s

Slika 49 Normalizacija [29]

Prvo je potrebno definisati sve kolone nad kojima ¢e se odraditi normalizacija. Dodeljivanje imena
svih kolona parametru, prikazano je na slici 50.

In [§4]: | #Kolone nad kojim o iti normalizacija
KolonezaNormalizaci
ed smount','asset cost','ltv','branch id

id", 'manufacturer id','Current pincode ID',

'Employment.Type', 'State_ID',
‘Radhar flag', 'PAN

Slika 50 Kolone za normalizaciju

Proces normalizacije primenjen na bazi prikazan je na slici 51.

In [65]: | #Normalizarcija
for 1 in KolonezaNormalizaciju:
ds train[i] = (d=_train[i]- min(ds train[i])} / (max (d=s_train[i])- min(ds train[i])}
ds_test[i] = (ds_test[i]- min(ds test[i])) S/ (max(ds_test[i])- min{ds_test[i])}

Slika 51 Normalizacija
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Uvidom u bazu, nakon normalizacije, pojavila su se 22 reda sa novim null vrednostima. Posto
kolona sadrzi veliki broj numerickih podataka, primeni¢emo funkciju koja dodaje praznim poljima
prosecnu vrednost kolone. Ovaj process se odvija koris¢enjem kombinacije funkcija fillna.mean()
i prikazan je na slici 52.

n [69]: | #posto je

ds_train[':

Slika 52 Dodeljivanje prosecne vrednosti u koloni koja sadrzi prazna polja

4. Podela podataka na trening i test

Prvi korak pre podele podataka na trening i test je izdvajanje label kolone od trening baze. Ovu
kolonu je potrebno dodeliti promenljivoj, koja je u ovom slu¢aju sa nazivom outcome. Nakon
dodele kolone parametru, iz trening baze ¢emo izdbaciti ovu kolonu. (Slika 53)

outcome, 1 dropovanje 1z ds traina

r inplace=True)

Slika 53 lzdvajanje label kolone iz trening baze

Nakon prvog koraka, potrebno je pripremiti podatke, radi bolje Citljivosti 1 snalaZzenja, outcome
parameter ¢emo obeleZiti sa y, a trening bazu bez izlazne kolone sa X. (Slika 54)

Slika 54 Priprema trening baze za podelu na trening/test

Za podelu podataka na trening i test koristi se funkcija train_test_split()(Slika 55) . Parametri koji
se prosleduju funkciji su sledeci:

e X - oznacava trening bazu bez izlazne kolone,

e y—oznacava izlaznu (label) kolonu,

e test size =0.30 — koji pokazuje u kom odnosu se dele podaci. 0.30 pokazuje da 70%
podataka iz celokupne trening baze dodeljuje se X _train, odnosno y_train promenljivim,
a30% dodeljuje y train, odnosnoy_test promenljivim. Graficki prikaz raspodele podataka
na trening i test prikazan je na slici 56. [30]

In [71]: | #Podelaz na train 1 test u odnosu 70 prems 30

¥_train,X test, y_train, y test = train_test_split(X,y, test_size = (.30, randcm state=0)

Slika 55 Podela na trening/test

40 | 64



Features Labels

Trening

Test

Slika 56 Graficki prikaz podele na trening i test [30]

Strana 41|64



5. Analiza glavnih komponenti

Analiza glavnih komponenti (Principal Component Analysis - PCA) je najpopularnije resenje za
smanjenje dimenzija algoritma. Prvo identifikuje hyperplane koji je najblizi podacima, a zatim
projektuje podatke na njega. [4]

PCA identifikuje osu koja predstavlja najvecu koli¢inu odstupanja u trening setu. Takode pronalazi
drugu osu, ortogonalnu prema prvoj, ono predstavlja najveci iznos preostale varijanse. Da je skup
podataka vece dimenzije, PCA bi takode pronasao tre¢u osu, ortogonalnu na obe prethodne ose, i
Cetvrtu, petu, i tako dalje - onoliko osi koliko je dimenzija u skupu podataka. Jedinica vektora koja
definiSe i osa naziva se glavna komponenta (PC). [4]

Sledeci kod primenjuje PCA za smanjenje dimenzije skupa podataka (potrebno je imati na umu da
se funkcija automatski brine za centriranje podataka) i prikazan na prve dve linije koda dat je na
slici 57. [4]

Jos$ jedan vrlo koristan podatak je objasnjeni odnos varijance svake glavne komponente, dostupan
putem funkcije explained_variance_ratio_. Ukazuje na proporciju varijanse skupa podataka koja
se nalazi duz ose svake glavne komponente.[4]

Ova funkcija daje uvid u informaciju koliko varijanse skupa podataka nalazi duz prve ose, koliko
niz druge ose i tako redom.

Umesto da proizvoljno bira broj dimenzija, na koji ¢e se svesti, generalno je pozeljno odabrati broj
dimenzija koji se dodaju na dovoljno velikom delu varijance (npr., 95%). Osim ako, se ne smanji
dimenzionalnost za vizuelizaciju podataka - u tom slucaju se smanjuje dimenzija na 2 ili 3. Slika
58. [4]

Slika 57 PCA
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In [73]: |for n in range(1l,74):
pca = A(n_components = nj
X train pca = pca.fit transform(X train
X test_pca = pca.transform(X test
explained variance = pca.explained vari
cum variance = np.cumsum(expla i
if sum(explained variance) > 0.
plt.plot (cum_variance)
plt.show ()
break

10 —
09

08
07
0.6
05
o4
03

02

T T
0o 25 5.0 75 100 Rs5 10 175

Slika 58 PCA, vrednosti vec¢e od kumulativne

Nakon postavljene analize glavnih komponenti, mozemo odrediti bitnost svih atributa tako $to se
postavlja racnik i prima sve vrednosti prema indeksima, tako §to prvi deo oznacava redni broj
atributa, a drugi deo procenat bitnosti atributa (Slika 59). Na slici 60 su prikazani svi atributi koji
imaju vrednost PCA ve¢i od 0,5, dok na slici 61 prikazujemo nazive tih kolona. Ovi atributi su
najuticajniji na rad sa trening setom.

pEVa_comp

najveci =
indeks = 0
for i, a in erate (prva_comp) :
if a » n ciz
najve =a
indeks = i
recnik.update ({indeks:najwveci})
print (recnik)
{59: 0.6427022019654%3, 7: 0.7276761329300473, 35: 0.7604068589145401, 3B: 0.8956463155232414, 41: (0.5993575442B0726
3, 3: 0.64663291948 77, &: 0.735580189B6049565, 40: 0.6634350925108434, 11: 0.6565160693410602, 36: .731487064 72
74, 9: 0.7094585324193339, 4: 0.8482314046987777, 37: 0.6090724598623372, 5: 0.7270620775430943, B: 0.715158134468046
Z, 13: 0.72473656988038%36, 2: 0.5933475065323365, 43: 0.B86378770548229}
Slika 59 Bitnost atributa
In [75]: | recnik kbitan = {k:v for k,v in recnik.items() if v > 0.5}

recnik bitan

Out [75] -6
27
H 7 S

8: 0.B8956463155232414,
41: 0.5993575442807263,
3: 0.64 4805577,
6: 0.73 858045565,
40: 0.8 25108434,
11: 0.66651606353410602,
36: 0.73149708428975974,

: 1]

Slika 60 Prikazuju se samo atributi koji imaju vrednosti preko 50%
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for ® in recnik kitan.keys():
print(ds train.columns[x])

Slika 61 Izlistavanja naziva atributa

6. 1zbor modela i evaluacija

6.1. Ansembl modeli

Ansambl modeliranje je metoda pokretanja dva ili vise pridruzenih, ali razli¢itih modela, a zatim
kombinovanje rezultata u jedan rezultat kako bi se poboljsala tacnost prediktivnih podataka i
aplikacija za vadenje podataka. U maSinskom ucenju, metode ansambla koriste nekoliko
algoritama da bi se postigle bolje performanse predvidanja.[31]

Ansambli pripadaju nadgledanim algoritmima ucenja. Algoritmi nadgledanog ucenja obicno se
opisuju kao obavljanje zadatka pronalaska odgovaraju¢ih podataka koji ¢e napraviti bolja
predvidanja nad odredenim problemom. Ansambli kombinuju vise ¢injenica da bi postigli bolji
rezultat. Kada se nekoliko modela predvidanja koristi za pokuSaj prognoziranja, metoda se naziva
viSestruko predvidanje ansambla. Pokazalo se da ova metoda predvidanja poboljSava prognoze u
poredenju sa pristupom zasnovanim na jednom modelu. [31]

Glavne prednosti ansambl modela su: [31]

e Bolje prognoziranje;
e Model je konstantan;
e Bolji rezultati;

e Smanjivanje greske.

Ansambl algoritmi za ucenje su: [4]

1. Prosta agregacije - pakovanje (Bagging);
2. Pojacavanje (Boosting);
3. Slaganje (Stacking);

Bagging je skrac¢en naziv od bootstrap aggregation. To je jedan od najranije kreiranih modela. On
je najjednostavniji algoritam zasnovan na ansamblu, sa dobrim performansama. U algoritmu svaki
model ima jednaku teZinu u glasovima ansambla. Klasa koja ima najviSe glasova smatra se
kona¢nim rezultatom za navedeni problem klasifikacije. Kako bi se prikazala nedoslednost,
algoritam trenira svaki model sa nasumi¢no izvuc¢enim podskupom podataka za trening. [4]
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Primer: Algoritam slucajnih Suma kombinuje stablo slu¢ajnih odluka sa pakiranjem kako bi se
postigla veca ta¢nost. Prvo moramo kreirati slu¢ajne uzorke skupa podataka o treningu, a zatim
izgraditi klasifikator za svaki uzorak. Ovih nekoliko klasifikatora generiSu kona¢ne rezultate
koristeci prosec¢ni sistem glasanja. Ovaj algoritam pomaze da se smanji na gresku varijance. Slika

(62) [4]
lr' Y I/—
%}‘ %} % Prediktori
x_4_/ L~ L klasifikatori
A F 3

A

%
[ix] [ers] [ [re

_J
i
Slutajni uzorak
( Sa zamenom = bootstrap)

*% 2
/ ) 03.006’ Trening set

Slika 62 Model proste agregacije bagging [4]

Trening

Boosting je jo$ jedna metoda ansambla. Izraz "Pojacavanje" odnosi se na algoritam porodice koji
slabog ucenika pretvara u snaznog u¢enika. Kao $to je to slu¢aj sa pakovanjem, Pojacavanje takode
stvara grupe klasifikatora na razli¢itim podacima koje se zatim integriSu glasovima vecine. U
algoritmu za poticanje svaki set treninga ima odredenu tezinu i tezina svakog seta se aZurira na
svakoj iteraciji. U nekim slucajevima, algoritam za poticanje pokazuje bolje rezultate i tatnost u
poredenju sa algoritmom za pakovanje, ali nedostatak ovog algoritma je prekomerno
prilagodavanje podataka treningu. [4]

Najpoznatije metode pojacavanja su sledeci:

1.1. AdaBoost (Adaptive Boosting) - Jedan od na¢ina da novi prediktor ispravlja svog prethodnika
je da posveti malo viSe paznje za sluCajeve treninga koje je prethodnik podesio. To rezultira
novim prediktorima fokusirajuci se sve vise i vise na teske slucajeve. Ovo je tehnika koju
koristi AdaBoost. Na primer, za izgradnju AdaBoost Klasifikatora, prvog osnovnog
klasifikatora (kao §to je drvo odluke) se obucava 1 koristi za predvidanje seta treninga.
Relativna tezina broja pogresno klasifikovanih sluc¢ajeva obuke je tada povecan. Onda se
obucava drugi klasifikator koriste¢i azurirane tezine i opet daje predvidanja na setu treninga,
tezine se azuriraju i tako dalje. [4]
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Slika 63 AdaBoost [4]

1.2. Gradient Boosting — “Po pitanju preciznosti, metode gradijentnog pojacavanja su medu
najboljim metodama pojacavanja i masinskog uéenja uopste. Obucavanje se takode moze
smatrati relativno efikasnim. Zbog toga su vrlo popularne u primenama. Osnovna ideja dolazi
iz gradijentnih metoda optimizacije, koje pocivaju na popravljanju tekuceg resenja
optimizacionog problema dodavanjem vektora proporcionalnog negativnoj vrednosti
gradijenta funkcije koja se minimizuje. Ovo ima smisla, podto negativna vrednost gradijenta
pokazuje smer opadanja funkcije. U kontekstu pojacavanja, ova ideja se realizuje tako §to se
model Fm kojim se dopunjuje ansambl Fm-1 odredi tako da aproksimira gradijent greske po
funkciji Fm-1. Primetimo da koncept gradijenta po funkciji netrivijalno uopstenje koncepta
gradijenta po realnom vektoru. Ipak, to u kontekstu pojacavanja ne predstavlja znacajnu
komplikaciju”.[10]

Stacking je takode poznato kao naslagana generalizacija. Ova tehnika se koristi za obe vrste ucenja
ili je pod nadzorom ucenja ili je bez nadzora. SadrZi algoritam ucenja koji kombinuje predvidanja
nekoliko drugih algoritama masinskog ucenja. Prvo, svi ostali algoritmi se obucavaju na osnovu
datog skupa podataka, a zatim se koristi algoritam kombinatora za konac¢no predvidanje.
Performanse ovog algoritma su bolje od pojedinacnog treniranog modela. U osnovi deluje u dve
faze: prvo za predvidanje klase koristite viSe baznih klasifikatora. Drugo, novi u¢enik koristi se za
kombinovanje njihovih predvidanja i cilj je da smanji gresku. (Slika 64) [4]
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Slika 64 Stacking [4]

1.1. Decision Tree — ,Stabla odlucivanja predstavljaju jednostavan i interpretabilan model
masinskog ucenja, primenljiv i na regresiju i na klasifikaciju. U svakom ¢voru stabla, osim
listova, nalazi se po jedan test. Svaki test ima vise od jednog ishoda. Svakom ishodu odgovara
jedna grana stabla koja vodi do slede¢eg ¢vora. Listovi su oznaceni vrednostima koje
predstavljaju predvidanja stabla. Na instancu za koju je potrebno dati predvidanje prvo se
primenjuje test u korenu stabla. U zavisnosti od ishoda, instanca se prosleduje duz grane koja
odgovara tom ishodu ka slede¢cem ¢voru i postupak se rekurzivno nastavlja dok instanca ne
stigne do lista, ¢ija vrednost predstavlja trazeno predvidanje. Postoji ogroman broj varijanti
stabala odlucivanja i teSko je reci nesto viSe Sto vazi za sve varijante. Ipak, probacemo da
priblizimo jo$ neke njihove aspekte. Testovi koji se vr$e u svakom od ¢vorova su tipi¢no (ali
ne nuzno) provere vrednosti pojedina¢nih atributa. U slu€aju kategorickih atributa, test obi¢no
predstavlja proveru jednakosti sa nekom konkretnom vrednoscu atributa, proveru pripadnosti
nekom skupu vrednosti, itd. U slu¢aju neprekidnih atributa, tipican test predstavlja proveru da
11 je vrednost atributa veca ili manja od neke vrednosti. Ipak, neke varijante stabala odlucivanja
sadrze testove nad viSe promenljivih odjednom, na primer ispitivanje vrednosti neke njihove
linearne kombinacije”.[10]

1.2. Random Forest — “Metoda slu¢ajnih Suma zasniva se na prostoj agregaciji stable odlucivanja.
Ansambl se sastoji od m stabala treniranih na razli¢itim podskupovima skupa za obucavanje.
Jedno stablo se obucava tako §to se izabere podskup skupa za obucavanje odredene veliCine,
pri ¢emu je moguce koristiti i samo podskup ukupnog skupa atributa. Stabla se obucavaju na
razlicitim podskupovima kako bi njihove greske bile sto slabije korelisane, sto ostavlja prostor
za popravku agregacijom. Metaparametri su ocito broj stabala m i veli¢ine podskupova instanci
i atributa. Broj stabala m se moze posmatrati i kao regularizacioni parametar, sa vrlo
zanimljivim svojstvom — visoke vrednosti su tipicno bolje. Korisc¢enje veceg broja stabala
tipicno smanjuje preprilagodavanje i daje bolje rezultate”.[10]
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Kako bi utvrdili koji model je bolji, iste ove modele ¢emo primeniti i na bazu koja je opisana i
sredena u ovom radu, takode primenice se dodatni modeli nad ovim radom, ali takode i nad
radovima koji su dati na ovom takmicenju.

Modeli koji ¢e se koristiti su slede¢i:

e XGBoost;

e Random Forest;

e Boosting;

e Logistic Regression;
e AdaBoost;

e KNN Classifier.

6.2. Mere kvaliteta modela

Za evaluaciju modela koriste se slede¢e mere kvaliteta modela:[31]

e Tacnost klasifikacije (Classification Accuracy);
e Greska klasifikacije (Classification Error);

e Odziv (Recall Score);

e Preciznost (Precision);

e F1 mera;

e Povrsina ispod Roc krive (Roc Auc).

“Prakticno sve cesto koriséenje mere kvaliteta klasifikacije pocivaju na matrici konfuzije
(confusion matrix) i pojmovima vezanim za nju. Ovo je matrica C ¢iji element Cij predstavlja broj
elemenata klase i koji su klasifikovani u klasu j. Klasifikacija je o¢ito najbolja kada je ova matrica
dijagonalna, sto znaci da je Klasifikacija potpuno ispravna. Nedijagonalni elementi oznacavaju
greske. U slucaju binarne klasifikacije, obi¢no se jedna klasa naziva pozitivnom, a druga
negativnom. Tada matrica konfuzije ima specifi¢an oblik prikazan na slici 65”. [10]

Stvarno/Predvideno ‘ Pozitivno Negativno
Pozitivno stvarno pozitivno (TP)  laZno negativno (FN)
Negativno lazno pozitivno (FP)  stvarno negativno (TN)

Slika 65 Matrica konfuzije [10]

“Stvarno pozitivne (true positive) instance su pozitivne instance koje su od strane modela
prepoznate kao pozitivne. Broj takvih instanci skraceno oznacavamo TP. Stvarno negativne (true
negative) instance su negativne instance koje su od strane modela prepoznate kao negativne. Broj
takvih instanci skraceno ozna¢avamo TN. Lazno pozitivne (false positive) instance su negativne
instance koje su od strane modela proglasene pozitivnim. Broj takvih instanci skrac¢eno
oznac¢avamo FP. Lazno negativne (false negative) instance su pozitivne instance koje su od strane
modela proglasene negativnim. Broj takvih instanci skraceno oznacavamo FN”. [10]
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Classification Accuracy - “tacnost klasifikacije predstavlja udeo tacno klasifikovanih instanci u
ukupnom broju instanci. U slu¢aju binarne klasifikacije, moze se izraziti kroz formulu prikazanu
na slici 66”. [10]

TP+TN

A = TN T FPLFN

Slika 66 Tacnost klasifikacionog modela [10]

Precision/Recall — “preciznost i odziv se obi¢no koriste pri evaluaciji sistema za pronalazenje
informacija. Ipak i taj problem se moze smatrati problemom klasifikacije — razdvajanja bitnih od
nebitnih informacija pri ¢emu se bitne prikazuju korisniku. Preciznost je udeo pozitivnih instanci
u svim instancama koje su proglasene pozitivnim, odnosno

TP

Prec= 45 Fp

Slika 67 Preciznost [10]

i odgovara na pitanje koliko puta smo bili u pravu kad smo tvrdili da je nesto relevantno.” [10]
“Qdziv je udeo pronadenih pozitivnih instanci u svim pozitivnim instancama, odnosno

TP
Ree= 5N

Slika 68 Odziv [10]

i odgovara na pitanje koliko relevantnih informacija smo nasli od svih relevantnih
informacija”.[10]

“Preciznost i odziv pojedina¢no nisu korisne mere. Naime, proglasavajuc¢i sve instance za
pozitivne, odziv je maksimalan, a ne proglasavaju¢i nijednu, ne pravi se nijedna greska, pa je
preciznost maksimalna. Stoga ih ima smisla posmatrati samo zajedno. Nacin na koji se to najéesce
radi je tako sto se izracuna F1 mera — njihova harmonijska sredina

Prec - Ree
Fp=2————
! Preec + Ree

Slika 69 F1 mera [10]

Jedna mera koja se ¢esc¢e koristi u slucaju binarne Kklasifikacije sa neizbalanasiranim klasama je
povrsina ispod ROC krive. Pretpostavlja se da klasifikator poc¢iva na nekom modelu koji razlicitim
instancama pridruzuje neke skorove. Logisticka regresija i metod potpornih vektora su primeri
takvih metoda. Obic¢no se takav skor prevodi u klasu nekom vrstom zaokruzivanja u odnosu na
neki prag. Recimo, u pomenutim metodima, vrednosti linearnog modela koje su manje od nule
oznacavaju jednu klasu, a one koje su vece od nule, oznac¢avaju drugu. Osnovni smisao povrsine
ispod ROC krive, koja ¢e tek biti definisana, je da se proveri da li ovaj metod dodeljuje nize
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skorove elementima jedne klase, a vise elementima druge klase, nevezano od nekog konkretnog
praga — moguce je da izbor praga nije idealan i da bi se ¢ak mogao bolje podesiti, pa ga
zanemarujemo. Klasu kojoj odgovaraju nize vrednosti skora nazovimo negativnom a onu kojoj
odgovaraju vise vrednosti nazovimo pozitivnom. Povrsina ispod ROC krive je udeo parova
instanci iz dve klase takvih da je instanci iz negativne klase pridruzen manji skor nego instanci iz
pozitivne klase u ukupnom broju parova instanci iz razli¢itih klasa”. [10]

1 . Na(N;+1)

AUC = R I

NV (!;qr[?) 2 )
Slika 70 Povrsina ispod krive — ROC [10]

Prvi koris¢eni model je model pojacavanja. Prema definisanim parametrima u radu I, dopunjen sa
merama kvaliteta modela, prikazan je na slici 71. Prema tabelama 1,2,3 moZemo da vidimo mere
kvaliteta modela, i zaklju¢imo da je model obraden u ovom radu za nijansu bolji od oba ostala
rada.
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accuracy score 0.260e004B8858318827
Classificaticn error: 0.0393531040658117304
recall score 0.8723130889053671

fl score 0.90840513081

-
e}
roc auc score 0.89288155

128216169
confusicn matrix

a 1

0 52078 776

1 1889 12905
precision recall fl-sccre suppcrt
0 0.%¢ 0.9¢9 0.98 52854
0.94 0.87 0.91 14754
accuracy 0.%6 67648
macre avg 0.95 0.93 0.9%4 67648
weighted avg 0.%6 0.%6 0.%6 67648

ROC curve for EMI| default

0.8 q

0.6 1

0.4 1

0.2

True Positive Rate [Sensitivity)

DU T T T T
0.0 0.2 0.4 0.6 0.8 10

False Positive Rate (1 - Specificity)

Slika 71 Boosting model

Nakon ovog modela primenjen je model XGBoost koji daje najbolje mere kvaliteta. Na slici 72
prikazan je ovaj model, a uporedna analiza sa ostalim radomvima na tabelama 1,2,3.
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Locuracy_score: 0.8908644748290445
Classificaticon_error: 0.008135525070855487
Recall score: 0.967534413951e02
fl sceocre: 0.9788680051454222
Roc_auc_scecre: 0.98247172359470805
Confusicn matrix:
a 1
0 52716 138
1 430 14314
precision recall fl-score support
0 0.99 1.00 0.99 52854
1 0.988 0.87 0.988 14754
accuracy 0.99 67648
macrc avg 0.99 0.98 0.99 67648
weighted awvg 0.99 0.99 0.99 67648

ROC curve for EMI default

True Positive Rate (Sensitivity)

0.0 0.2 0.4 0.6 0.8 1.0
False Positive Rate (1 - Specificity)

Slika 72 XGBoost model

Slede¢i model je model sluc¢ajne Ssume. Model je prikazan na slici 73. Rad broj 2 ima za nijansu
bolje pokazatelje mere kvaliteta od radenog rada. Ovi parametri se mogu zavesti kao zanemarljiva
razlika, jer se tacnost klasifikacije razlikuje za 0,006, zatim greska klasifikacije je za 0,005 veca
od rada korisnika I. Ostale tri mere kvaliteta modela razlikuju se redom 0,017, 0,114 , 0,08.
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Lccuracy score: 0.8290483088853093662
Classification error: 0.08516811069063383
Recall score: 0.6131539813437E881
fl sceore: 0.7380797389625712
Roc_auc_score: 0.79981307458756086
Confusion matrix:
a 1
a0 52138 715
1 5723 5071
precision recall fl-sccre suppeort
0 0.90 0.99 0.94 52854
1 0.93 0.61 0.74 14754
accuracy 0.90 67648
macrc avg 0.81 0.80 0.8 67648
weighted awvg 0.81 0.80 0.80 &Te48

ROC curve for EM| default

True Positive Rate (Sensitivity)

0.0 0.2 0.4 0.6 0.8 1.0
False Positive Rate (1 - Specificity)

Slika 73 Model slucajne sume

Nakon modela sluc¢ajnih Suma, baza je prosledena i modelu logisti¢ke regresije. Ovaj model se nije
bas najbolje pokazao i dobijena je ta¢nost klasifikacije od 0,77, dok je kod ostalih radova 0,68
odnosno 0,60. Na osnovu ovoga moZe da se zakljuci da je kreirani model za nijansu bolji od druga
dva modela. Klasifikaciona greSka modela je 0,22, dok su ostale mere kvaliteta modela odziv 0,07,
f1 score 0,122 i povrsina ispod ROC krive 0,522. Model je prikazan na slici
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Becuracy score: 0.7761944181646168%
Classification error: 0.22380358183538313
Recall score: 0.07151547924834382
fl score: 0.12262401483541556
Roc auc_score: 0.322Z2473B6881023L17
Confusicn matrix:
a 1
0 51450 1404
1 13736 1038
precision recall fl-sceore support
0 0.79 0.87 0.87 52854
1 0. 0.07 0.12 14794
accuracy 0.78 67648
Macrec avg 0.6l 0.52 0.50 67648
weighted awvg 0.71 0.78 0.71 6Te4s

ROC curve for EMI default

True Positive Rate (Sensitivity)

0.0 0.2 0.4 0.6 0.8 1.0
False Positive Rate (1 - Specificity)

Slika 74 Logisticka regresija

Na slici 75 prikazan je model adaboost. Ta¢nost ovog modela je 0,89. I model adaboost daje bolje
rezultate, odnosno ta¢nost klasifikacionog modela, u odnosu na ostale modele, a moze se primetiti
da je u tre¢em radu dosta veca razlika nad ovim modelom. Greska klasifikacionog modela je 0,10,
odziv 0,66, f1 skor 0,73, a povrsina ispod roc krive 0,81.
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Lcocuracy score: 0.8978570718016083
Classificaticn errcr: 0.1020429280983%1ce
Recall score: 0.66398553994862762
fl score: 0.73995802067874485
Roc_auc_score: 0.8137158373410503
Confusicn matrix:
a 1
0 5082 1232
1 4971 9523
precision recall fl-score support
0 0.%81 0.%¢6 0.%4 52854
1 0.84 0.66 0.7 14754
accuracy 0.20 67648
macrc avg 0.87 0.81 54 67648
weighted awvg 0.8% 0.20 0.8% 67648
ROC curve for EMI default
10 —
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False Positive Rate (1 - Specificity)

Slika 75 Adaboost

Na slici 76 prikazan je model KNN, odnosno model K najblizi susedi. Ovaj model, isto ka oi
logisti¢ka regresija ne daje najbolja reSenja, odnosno greska modela je 0,22 iz ¢ega mozemo
zakljuciti da je svako peto predvidanje pogresno. Tacnost modela je 0,77. U odnosu na ostala dva
modela, pokazuje se da je ovaj model malo bolji, dok se poslednji rad razlikuje za nesto vise od
10 procenata.

Lccuracy score: 0.7755282100283823
Classificaticn error: 0.22447078957161773
Recall =score: 0.040151412734852526

£l score: 0.07255848042500008
Roz_au:_sccre: 0.5107375847454041

Confusicn matrix:

0 1
70 31Be9 498
1 14z00 5%

WeoLn g

Slika 76 KNN model
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6.3.

Unakrsna validacija

Unakrsna validacija je tehnika koja ukljucuje rezervisanje odredenog uzorka skupa podataka na
kojem se trenira model. Kasnije se testira model na ovom uzorku pre nego $to je dovrsen.

Koraci ukljuceni u unakrsnoj validaciji: [32]

1.
2.
3.

Rezervise se proizvoljni deo skupa podataka;

Trenira se model koristeci preostali deo skupa podataka;

Koriste se rezervisani uzorci skupa ispitivanja (validacije). Ovo ¢e pomoc¢i u proceni
efikasnosti performansi modela. Ako model daje pozitivan rezultat na podacima o
validaciji, nastavlja se rad sa trenutnim modelom.

6.3.1. K-fold unakrsna validacija

Koraci za k-iteracija unakrsnu validaciju su slede¢i: [32]

Nasumiéno se deli celokupni skup podataka u k iteracijama;

Za svaku k-iteraciju u skupu podataka, pravi se model na k - 1 naboru skupa podataka.
Zatim se testira model kako bi se proverila efikasnost za k-tu iteraciju;

Zabelezava se greska koja se vidi u svakom od predvidanja;

Ponavlja se sve dok se svaki od k-iteracija ne pokaze kao test set;

Prosek k zabelezenih greSaka naziva se greSkom unakrsne validacije i sluzi kao metrika
rada modela.

Ispod je vizualizacija validacije k-iteracija kada je k = 10.

Iteracijal Iteracijal Iteracijal Iteracijal Iteracija 1

Iteracija2 — Iteracija 2 Iteracija 2 Iteracija2 Iteracija2

Iteracija3 # Iteracija 3 » Iteracija3 * Iteracija3 # Iteracija3

Iteracija 4 Iteracija 4 Iteracija 4 Iteracija4 Iteracija 4

» lteracijas » Iteracijas » lteracijas » lteracijas » lteracijas

Trening baza

Test baza

Slika 77 Unakrsna validacija [32]

Na slici 78 prikazana je unakrsna validacija nad bazom koja je obradivana u ovom radu. Za
unakrsnu validaciju kori§¢eno je 10 iteracija. Rezultat ovog modela je prikazan kao prosek svih 10
iteracija. Prosecna klasifikaciona tatnost modela je 0,93 $to je prihvatljivo, odnosno greSka modela
iznosi 0,068.
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from sklearn.linear model import LogisticRegression

from sklearn.trees import DecisionTreesClass

er

from sklearn.ensemble import VotingClasaifier
from sklearn import model selection

seed = 7

now = datetime.now()
print (now)

kfcld = model selection.EFold(n_splits=10, random state=seed)
estimators = []

modell = RandomForestClassifier()

estimators.append(('rfc’, modell))

model2 = DecisionTreeClassifier()

estimators.append(('dtc’, modell))

model3 = XEBClassifier ()

estimators.append(('xgb', model3))

ensemble = VotingClassifier (estimators)

results = model selection.cross_val score(ensemble, X, y,

int (results)
nt ('Accuracy_score:',results.mean())

nowl = datetime.now()
int (nowl)
nt {nowl - now)

2019-11-13 18:

Accuracy scors: 0.
2019-11-13 18:45:3
0:14:15.768667

oo o
[ )

ce = results.mean()
print('Classification error:', (1l ce))
Classification errer: 0.06841461339822741

Slika 78 Unakrsna validacija kod

cv=kfold)
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7.Uporedna analiza rezultata istrazivanja

U nastavku je prikazana uporedna analiza, opisana u prethodnom poglavlju. U prvoj tabeli su
prikazane vrednosti dobijene u ovom radu. U redovima su postavljeni modeli, dok kolone
predstavljaju mere kvaliteta modela. U drugoj tabeli su prikazane vrednosti rada koji je osvojio
prvo mesto na takmicenju, i na Kraju, u poslednjoj tabeli prikazane su vrednosti rada koji je osvojio
drugo mesto. Na osnovu date uporedne analize zakljuCuje se da je po svim merama kvaliteta,
algoritam poboljsan, daje bolje predikcije u odnosu na ostala dva rada.

Do boljih vrednosti doslo se na osnovu boljeg tumacenja podataka, prvenstveno zbog razlaganja
datumske kolone na nove tri odnosno na novih sest kolona. Uvidom u analizu glavnih komponenti
primecuje se da je Cetiri od Sest novih datumskih atributa u prvih deset komponenti koje imaju
najvedi uticaj na model.

Slede¢e unapredenje modela ogleda se u izbacivanju praznih vrednosti iz baze podataka, $to u
radovima takmicCara nije slucaj. Oba takmicarska rada su popunjavala prazna polja sa NaN
vrednostima. Analizom tacnosti klasifikacionog modela samo izbacivanje praznih vrednosti iz
baze povecava se tacnost za 0,006.

Prema datim podacima u ovom radu, obradeni model XGBoost ima vrednost tacnosti
klasifikacionog modela 0,990. Kako je ta¢nost dosta velika, a odnosi se na tacnost ispitivan na
testnom delu, u okviru podele podataka na trening i test, napravicemo izmenu u okviru funkcije
train_test_split (promeni¢emo vrednost random_state) kako bi funkcija napravila razliCite
raspodele baze na trening i test. Ovom opcijom dobili smo sledecée rezultate nakon ispitivanja kroz
pet iteracija:

e 0,9896;
e 0,9893;
e 0,9901;
o (,8988;
e 0,9908.

Prvobitni rezultat XGBoost modela je bio 0,917. Nakon dodatih novih parametara u model, dolazi
se do boljih rezultata predvidanja. U model su dodati slede¢i parametri:

e max_depth [vrednost 10] — Maksimalna dubina stabla. Koristi se za kontrolu prenaucenosti
jer veca dubina omogucava modelu da nauci odnose koji su veoma specifi¢ni za odredeni
uzorak. Uobi¢ajene vrednosti od 3 do 10. [33]

e subsample [vrednost 0,5] - Oznacava deo opazanja koji su nasumicno uzorkovani za svako
stablo. Nize vrednosti ¢ine algoritam konzervativnijim i spre¢ava prekomerno uklapanje,
ali premale vrednosti mogu dovesti do nedovoljne uklapanja. Uobic¢ajene vrednosti od 0,5
do 1. [33]

e eta [vrednost 0.2] — Stopa ucenja, ¢ini model stabilnijim smanjujuci utege na svakom
koraku. Uobicajene vrednosti 0.01-0.2. [33]
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Isti modeli i evaluacija su kori$¢eni na sva tri rada, tako da mozemo da proizvedemo zakljucke na
osnovu mera kvaliteta rada. U trenutku pisanja rada na datom takmicenju bila su predstavljena
samo dva rada, dok su kasnije dodata jo§ dva nova rada sa boljim rezultatima.

Povrsina ispod krive jedna je od naj¢eSce koriStenih metrika za evaluaciju. Koristi se za problem
binarne klasifikacije. AUC Klasifikatora jednak je verovatno¢i da c¢e klasifikator rangirati
nasumi¢no izabrani pozitivni primer veéi od slu¢ajno izabranog negativnog primera. [34]

Iz tabele 1 zakljucuje se da je najbolji model, na osnovu mere kvaliteta modela povrSine ispod
krive roc, dobijen boosting modelom. Najbolji model na osnovu roc povrsine ispod krive u
predstavljenom radu su redom od najboljeg do najlosijeg prikazanog:

XGBoost sa vrednoséu 0,982;

Model pojacavanja sa vrednoscu 0,928;
AdaBoost model sa vrednos¢u 0,813;
Slu¢ajne Sume sa vredno§cu 0,799;
Logisticka regresija sa vrednoscu 0,523;
K najblizih suseda sa vrednosé¢u 0,510.

O O O O O O

Prvoplasirani rad na datom takmicenju, prema merama kvaliteta roc povrSine ispod krive je
rangiran od najveceg ka nalosijem:

Model pojacavanja sa vrednoscu 0,900;
Slucajne Sume sa vrednoscu 0,879;
XGBoost sa vrednosc¢u 0,825;
AdaBoost model sa vrednosc¢u 0,790;

K najblizi susedi sa vrednoscu 0,711;
Logisticka regresija sa vrednosc¢u 0,675.

O O O O O O

Drugoplasirani rad na datom takmicenju, prema merama kvaliteta roc povrSine ispod krive je
rangiran od najveceg ka najlosijem:

XGBoost sa vrednos¢u 0,863;

Slucajne Sume sa vrednoscu 0,858;
Model pojacavanja sa vrednosc¢u 0,806;
AdaBoost model sa vrednos¢u 0,771;

K najblizih suseda sa vrednos¢u 0,679;
Logisticka regresija sa vrednosc¢u 0,603.

O O O O O O

[z ovih rangiranih modela za svaki rad, najlosije rezultate imaju modeli Adaboost, K najbliZi susedi
i Logisti¢ka regresija, dok se najbolje pokazao XGBoost model i model pojacavanja.

Rangiranje dobijenih radova na osnovu modela pojacavanja je prikazan u sledecoj podeli:

1. Model pojacavanja - master rad sa vrednoscu 0,928;
2. Model pojacavanja - rad broj I sa vrednos¢u 0,900;
3. Model pojacavanja - rad broj Il sa vrednosc¢u 0,806.
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Evalualcija modela

Modeli Accuracy Classification Recall Score F1 Score Roc Auc
Score Error Score
XGBoost 0.990 0.009 0.967 0.978 0.982
Random Forest 0.904 0.095 0.613 0.738 0.799
Boosting 0.960 0.039 0.872 0.906 0.928
Logistic Regression 0.775 0.224 0.076 0.129 0.523
AdaBoost 0.897 0.102 0.663 0.739 0.813
KNN Classifier 0.775 0.224 0.040 0.072 0.510

Tabela 1 Uporedna analiza - master rad

Evaluacija modela

Modeli Accuracy Classification Recall Score F1 Score Roc Auc
Score Error Score
XGBoost 0.877 0.122 0.674 0.782 0.825
Random Forest 0.910 0.090 0.790 0.852 0.879
Boosting 0.913 0.086 0.861 0.866 0.900
Logistic Regression 0.684 0.316 0.652 0.573 0.675
AdaBoost 0.811 0.189 0.729 0.715 0.790
KNN Classifier 0.745 0.254 0.614 0.610 0.711

Tabela 2 Uporedna analiza - rad broj 1 [23]

Evaluacija modela

Modeli Accuracy Classification Recall Score F1 Score Roc Auc
Score Error Score
XGBoost 0.863 0.136 0.777 0.850 0.863
Random Forest 0.858 0.142 0.757 0.842 0.858
Boosting 0.806 0.193 0.795 0.804 0.806
Logistic Regression 0.603 0.396 0.649 0.620 0.603
AdaBoost 0.770 0.229 0.682 0.748 0.771
KNN Classifier 0.679 0.320 0.681 0.680 0.679

Tabela 3 Uporedna analiza - rad broj 2 [24]

Strana 60|64



8. Zakljucak

Informacione tehnologije se razvijaju sve brze, a moze se reci da su otkricem i razvojem algoritama
masinskog ucenja otvoreni novi horizonti za proucavanje, analizu, obradu i koriS¢enje podataka
za specificnu namenu. Poslovna inteligencija 1 masSinsko ucenje kao njen deo dobijaju sve vecu
popularnost u ovom veku. Razvijene su mnoge aplikacije koje Kkorisnicima olakSavaju
razumevanje 1 koriS¢enje podataka u svrhe koris¢enja masinskog ucenja. 21. vek je obelezen i
zatrpan velikim brojem podakata koje je potrebno distiti, sloziti, analizirati, uprostiti, prikazati,
pretvoriti u informacije 1 iskoristiti radi donoSenja bolji i tacnijih odluka, odnosno smanjiti
mogucnost za pogresnom odlukom.

Radi napredovanja ljudi, a i celokupne privrede, potrebno je Sto vise automatizovati procese rada,
donositi konkretnije i bolje odluke, skidati odgovornost sa ljudi i prenositi analize i zakljucke na
racunare. Veliku pomo¢ moze pruziti masinsko ucenje, koje je koncepcirano tako da uz minimalan
angazman korisnika modela, na osnovu istorijskih podataka moze obezbediti pozeljan zakljuc¢ak
za neke budude upite i interesovanja.

U drugim zemljama sveta maSinsko ucenje se ve¢ u velikoj meri 1 primenjuje. Banke se sve manje
oslanjaju na proracune svojih radnika, ve¢ koriste modele masinskog u€enja kao pouzdan nacin za
informacije o mogu¢em odobrenju kredita ili procenama plativosti visine kredita, takode veliki
potencijal maSinsko ucenje vidi i u medicini, vojsci, policiji, pronalaZzenju kriminalaca,
prepoznavanju slika i oblika i mnoge druge stvari.

Primenom savremenih metoda obrade velikih podataka i primena statistickih modela nad
podacima dolazi se do mnogobrojnih zaklju€¢aka, smanjuju se greSke koje ljudi prave u toku svoga
rada, rucni rad se prebacuje na automatski, uz nadzor stru¢nih kadrova.

Ni jedan model nije savrSen, a §to se bolje protumace 1 srede podaci, to ¢e model biti bolji i ta¢niji.
Potrebno je u model ubacivati i dopunjavati ga podacima kako bi on “u¢io” na svojim greSkama,
odnosno kako se iste greske ne bi ponavljale 1 na sledece slicne situacije.U ovom radu model je
poboljSan samo zbog toga $to su bolje preprocesirani podaci i bolje obradeni nego radovi ostalih
takmicara.

Programski jezik Python pruza velike mogucnosti za obratu velikih baza podataka, koriste¢i dosta
razvijene biblioteke. Postoji veliki broj knjiga napisanih 0 masinskom uéenju, veliki broj blogova
1 video zapisa pomoc¢u kojih programeri mogu da razumeju i nauce sve o radu u ovom
programskom okruzenju, al ii da se upoznaju sa osnovnim statistickim modelima, i obradom
velikih baza podataka.

Neke od, po mom misljenju, dobrih knjiga i blogova koje opisuju kako se koriste tehnike za rad
na masinskom ucenju su date u poglavlju literature.

Nad datom bazom podataka zakljucuje se da se najbolje pokazao model pojacavanja, kao i model
unakrsne validacije koji koristi tri razli¢ita modela sluc¢ajnih Suma, drvo odlucivanja, xgboost
klasifikator, kroz 10 iteracija.

61|64



LITERATURA

[1] Argyle Bron son, Nadauld Taylor, Palmer Christopher (2019). Monthly Payment Targeting
and the Demand for Maturity. Massachusetts Institute of Technology and NBER.

[2] Chugh Gargi (2014) - A study on behavioral factors influencing consumer debt. Faculty, Majan
College Muscat, Sultanate of Oman. Oman Academic Accreditation Authority. International Journal

of Knowledge and Research in Management & E-Commerce Vol.4, Issue 1, January.

[3] Eckroth Joshua (2018). Python Artificial Intelligence Projects for beginners. 35 Livery Street,
Birmingham, B3 2PB, UK.

[4] Geron Aurelien (2017). Hands-on Machine Learning with Scikit-Learn & Tensor Flow —
Concepts, tools, and techniques to build intelligent systems. 1005 Gravenstein Highway North,
Sebastopol, CA.

[5] James Gareth, Witten Daniela, Hastie Trevor, Tibshirani Robert (2014). An Introduction to
Statistical Learning with Applications in R. University of Southern California Los Angeles, CA,
USA.

[6] Jovanovi¢ Jelena (2009). Masinsko uéenje, osnovni koncepti i terminologija. Matematicki

fakultet Univerziteta u Beogradu.

[7] Morgan Peters (2016). Data Analysis from Scratch with Python — step by step. Ebook
Converted and Cover by Pixels Studio Publised by Al Sciences LLC.

[8] Muller C. Andreas, Guido Sarah (2016). Introduction to Machine Learning with Python, a
guide for Data Scientists. 1005 Gravenstein Highway North, Sebastopol, CA

[9] Negnevitsky Michael (2002). Artificial Intelligence — A guide to Intelligent Systems. Edinburgh
Gate,Harlow,Essex CM20 2JE,UK.

[10] Nikoli¢ Mladen, Zeevi¢ Andelka (2019). Masinsko ucenje. Matematic¢ki fakultet
Univerziteta u Beogradu.

[11] Nelli Fabio (2018). Python Data Analytics, with Pandas, Numpy, and Matplotlib. Rome, Italy.
Library of Congress Control Number: 2018957991
62 | 64



[12] Nelli Fabio (2015). Python Data Analytics — Data Analysis and science using pandas,
matplotlib and the python programming language. 233 Spring Street, 6th Floor, New York, NY
10013.

[13] Olson S. Randal (2015). Python Machine Learning — Unlock deeper insights into machine
learning with this vital guide to cutting-edge predictive analytics. 35 Livery Street, Birmingham
B3 2PB, UK.

[14] Prateek Joshi (2017). Artificial Intelligence with Python — build real-world al applications
with Python to intelligently interact with the world around you. 35 Livery Street, Birmingham, B3
2PB, UK.

[15] Rothman Denis (2018). Artificial Intelligence by example — develop machine intelligence
from scratch using real artificial intelligence use cases. 35 Livery Street, Birmingham, B3 2PB,
UK.

[16] Scholkopf B., Smola A (2002)., Learning With Kernels, Support Vector Machines,
Regularization, Optimization, and Beyond. Cambridge, Massachusetts Institute of Technology,
London, UK.

[17] Tosi Sandro (2009). Matplotlib for Python Developers, Build remarkable publication-quality
plots the easy way. 32 Lincoln Road Olton Birmingham, B27 6PA, UK.

[18] Witten H. lan, Frank Eibe, Hall A. Mark (2001). Data Mining Practical Machine Learning
Tools and Techniques. 500 Sansome Street, Suite 400, San Francisco, CA.

[19] https://www.edureka.co/machine-learning-certification-training . Pristupano 23.08.2019
[20] https://archive.ics.uci.edu/ml/datasets/Credit+Approval. Pristupano 14.09.2019
[21] https://www.intelligenteconomist.com/economic-growth/. Pristupano 15.09.2019

[22] https://www.kaggle.com/mamtadhaker/vehicle-loan-default-prediction.Pristupano
16.09.2019

63|64



[23] https://www.kaggle.com/mamtadhaker/vehicle-loan-default-prediction.Pristupano
10.11.2019

[24] https://www.kaggle.com/mranuakhil/starter-I-t-vehicle-loan-default-352a21fe-9.Pristupano
10.11.2019

[25] https://machinelearningmastery.com/handle-missing-data-python/. Pristupano 10.11.2019

[26] https://towardsdatascience.com/data-cleaning-with-python-and-pandas-detecting-missing-
values-3e9c6ebcf78b. Pristupano 10.11.2019

[27] https://medium.com/@contactsunny/label-encoder-vs-one-hot-encoder-in-machine-
learning-3fc273365621. Pristupano 12.11.2019

[28] https://towardsdatascience.com/the-dummys-guide-to-creating-dummy-variables-
f21faddb1d40. Pristupano 13.11.2019

[29] http://benalexkeen.com/feature-scaling-with-scikit-learn/. Pristupano 15.11.2019

[30] https://www.datacamp.com/community/tutorials/naive-bayes-scikit-learn.Pristupano
15.11.2019

[31] Anchal Goyal , Ranpreet Kaur , A survey on Ensemble Model for Loan Prediction,
Department of Computer Science and Engineering RIMT —IET (PTU), Mandi Gobindgarh,
Punjab — India, International Journal of Engineering Trends and Applications (I JETA) — Volume
3 Issue 1, Jan-Feb 2016

[32] https://www.analyticsvidhya.com/blog/2018/05/improve-model-performance-cross-validation-in-

python-r/. Pristupano 20.11.2019

[33] https://www.analyticsvidhya.com/blog/2016/03/complete-guide-parameter-tuning-xgboost-with-
codes-python/. Prisupano 28.12.2019

[34] https://towardsdatascience.com/metrics-to-evaluate-your-machine-learning-algorithm-f10ba6e38234.
Pristupano 28.12.2019

64 | 64



